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Resumen

En este trabajo de tesis se estudian los modelos mixtos vector spline bajo distribucio-
nes de contornos elipticos, que son una extension del modelo propuesto por Ibacache et
al. (2012). Este enfoque permite flexibilizar la curtosis de la distribucién de los errores,
posibilitando la eleccién de distribuciones con colas mas pesada y livianas que la distri-
bucién normal. La funcién de verosimilitud penalizada es introducida para obtener los
estimadores de maxima verosimilitud penalizada, que en el caso de las distribuciones con
colas pesadas son mas robustos contra observaciones aberrantes, en el sentido de la dis-
tancia de Mahalanobis. Finalmente, se presenta un ejemplo ilustrativo en que los ajustes

estan basados sobre errores normal y t-Student multivariados.
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Capitulo 1
Introduccion

Los modelos estadisticos son ecuaciones matematicas que reproducen los fenémenos
que observamos de la forma mas exacta posible, considerando los datos suministrados y
la influencia que tiene el azar en estos datos. Estos modelos pueden ser utilizados para
las siguientes acciones: describir (o explicar) los datos; y/o predecir futuras observaciones.
En el caso que las observaciones predictivas estan en desacuerdo con la predicciones, el

modelo debe ser remplazado o refinado.

El analisis de regresion lineal normal es una de las técnicas estadisticas méas utilizadas
para estudiar y modelar relaciones lineales entre una variable de interés (variable de
respuesta) y un conjunto de variables predictoras. Estas relaciones, se pueden identificar
con claridad a través de diagramas de dispersion, donde da la impresién que los datos
caen casi en linea recta. Es por esta razon, que es conveniente suponer que existe un error
estadistico en la ecuacién, es decir, una variable aleatoria (que sigue una distribucién

normal) que explica por qué el modelo no se ajusta exactamente a los datos.

Los modelos de regresion lineal normal se pueden aplicar a diferentes campos, en-
tre ellos: economia, administracién, ciencias sociales, ciencias fisicas y quimicas, entre
otros. Sin embargo, existen situaciones en los campos de ingenieria y ciencias donde no
es adecuado modelar asumiendo relaciones lineales. Esto nos conduce a utilizar modelos
de regresion no lineales, es decir, la variable de respuesta y una variable predictora se

relacionan a través de una funcién suave desconocida.

Hastie y Tibshirani (1990) presentan una extensa teoria sobre los modelos aditivos,

que es una generalizacion de los modelos lineales y no lineales. La idea de esta clase de



modelos, es remplazar las relaciones lineales de la variables predictoras con la variable
dependiente por, funciones suaves desconocidas que contribuyen de manera aditiva a la
variable dependiente. Una clase particular de estos modelos son los modelos lineales semi-
paramétricos, que en su forma mas simple, consideran relajar el supuesto de linealidad en
una variable predictora y mantenerla en las otras variables predictoras. Para mas detalles

de estos modelos, ver por ejemplo, Green y Silverman (1994).

Otra herramienta poderosa en el modelamiento estadistico son los modelos lineales
mixtos, que cuantifican la relacién entre una variable dependiente continua y varias va-
riables predictoras. El nombre se debe a que pueden incluir parametros fijos y aleatorios
asociados con uno o mas covariables continuas o categéricas y efectos aleatorios asociados
con uno o mas factores aleatorios (Verbeke y Molenberghs, 2011). Estos se pueden utilizar
en diferentes estructuras de datos, tales como: datos agrupados, medidas repetidas, datos
longitudinales, entre otras. Otras ventajas que poseen son su flexibilidad para modelar
estructuras de varianza y covarianza entre unidades muestrales y, capacidad de tratar con

datos balanceados y desbalanceados (Ibacache-Pulgar, 2009).

Debido a la necesidad de representar fenémenos mas complejos, se han construido
modelos que llevan diversas caracteristicas, entre ellas las mencionadas en los parrafos
anteriores. Un ejemplo de esto, es el trabajo propuesto por Ibacache et al. (2012), donde
extiende los modelos lineales mixtos semiparamétricos con errores normales a errores que

pertenecen a la clase de distribuciones elipticas.

En este trabajo de tesis se propone una nueva clase de modelos denominados modelos
mixtos vector spline bajo distribuciones elipticas, que es una extension del modelo pro-
puesto por Ibacache et al. (2012). Esta clase de modelos permiten explicar la dependencia
entre unidades muestrales a través de efectos de las variables explicativas, que pueden
contribuir de manera lineal y no lineal. La ventaja que otorgan los errores elipticos es
que acomodan observaciones anémalas a través de distribuciones con colas mas pesadas

y livianas que la normal.

1.1. Descripcion de los objetivos

El principal objetivo de este trabajo de tesis es estudiar los modelos mixtos vector

spline bajo la clase de distribuciones elipticas, especificamente, el problema de estimacién e
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inferencia estadistica. En este contexto, se han definido los siguientes objetivos especificos:

(i) Definir la funcién de verosimilitud penalizada para los modelos vector spline bajo
distribuciones elipticas, calcular la funcién escore y matriz de informacién de Fisher

penalizada para los parametros involucrados en los modelos;

(ii) Proporcionar e implementar computacionalmente, un método para estimar los coe-
ficientes de regresién, las funciones no paramétricas y los componentes de varianza

del modelo; y

(iii) Aplicar los resultados a un conjunto de datos reales para ilustrar su aplicabilidad.

1.2. Organizacién del trabajo

Este trabajo de tesis se encuentra organizado en cuatro capitulos, cuya descripcion se
presenta a continuacion. En el Capitulo 2 se describen las caracteristicas fundamentales
del modelo mixto vector spline bajo distribuciones elipticas. Ademas, se define la funcion
log-verosimilitud penalizada. En el Capitulo 3 se obtienen la funcién escore y la matriz
de informacién de Fisher basadas en la log-verosimilitud penalizada. A partir de estos
resultados, se deriva un proceso iterativo para estimar los coeficientes de regresion, las
funciones no paramétricas y los componentes de varianza. También, se describe un proce-
dimiento para calcular el error estandar de los parametros, se derivan bandas de confianza
y se propone un método para estimar los efectos aleatorios. Al final del capitulo, se discute
el problema de estimacién de los parametros de suavizamiento y calidad del ajuste del
modelo. Finalmente, en el Capitulo 4, se ilustran los resultados de estimacion e inferencia

a través de una aplicacion a un conjunto de datos reales.

1.3. Aspectos preliminares

Las distribuciones de contornos elipticos (también denominadas distribuciones elipti-
cas) son una clase de distribuciones simétricas cuyos contornos de sus densidades tienen
la misma forma eliptica de la normal, pero ademas, contienen distribuciones de colas mas
y menos pesadas que las de ésta. Algunos elementos particulares que pertenecen a esta
clase de distribuciones son: distribucion Cauchy, normal, exponencial potencia, normal

contaminada, t-Student, logistica, entre otras.
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En el modelamiento estadistico, las distribuciones elipticas ofrecen una alternativa mas
viable a la otorgada por el modelamiento con errores aleatorios normales, debido a que
sus colas son més realistas. Algunas aplicaciones que utilizan las distribuciones elipticas,
se han realizado en diferentes campos de las ciencias, tales como: biologia, genética, hidro-
logia, fisica, economia, medicina, gestién de riesgos, psicologia, entre otros. Un ejemplo es
el modelo eliptico con efectos mixtos propuesto por Osorio (2006), que es aplicado a un

conjunto de datos dentales.

Con el objetivo de introducir a los modelos mixtos vector spline bajo distribuciones
elipticas, se presenta esta secciéon con algunas definiciones y propiedades 1tiles para el
desarrollo de este trabajo de tesis. Un estudio detallado de las propiedades de las dis-
tribuciones elipticas (o algunos de sus elementos particulares) pueden ser encontrados,
por ejemplo, en: Fang et al. (1990), Gupta y Varga (1993), Kotz y Nadaraya (2004) y
Absanullah et al. (2014).

Definicién 1 (Distribucién de contornos elipticos). Se dice que un vector aleatorioy € R"
(n > 2) sigue una distribucion de contornos elipticos si su funcion caracteristica tiene la

sigutente forma
Uy (1) = eapli 67 pho(t” T ¢), (1.1)

donde p € R™ denota el pardmetro de posicion, 3 € R™"™ denota el parametro de escala
(matriz simétrica y semidefinida positiva), ¢ : R* — R es una funcion generadora de
funciones caracteristicas, i = /—1 y t € R".

Denotaremos y ~ El,(u, 3, p) para indicar que y tiene distribucién eliptica con la
funcién caracteristica dada por la expresién (1.1) y, ademds, que y pertenece a la clase
de distribuciones elipticas multivariadas. En el caso particular que g =0y ¥ =1, la
distribucién de y es denominada esférica n-variada y la denotaremos por y ~ S, (¢). A
continuacion se presentan algunas de las propiedades principales que poseen las distribu-

ciones de contornos elipticos.

Propiedad 1. Sea'y ~ El,(pn, X, ) conrg(X) =r < n. En el caso que ezista el valor

esperado y varianza del vector aleatorio y, entonces

(i) E(y)=mn, ¥y
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(i) Var(y) =k X, donde k es una constante positiva (k > 0) dada por

dip(u)
du ’

u=0

k= —2¢'(0) = =2 (1.2)

donde ¢(+) es la funcién generadora de funciones caracteristicas. En el caso de la distri-

bucion t-Student, Kk = v/(v — 2), donde v denota los grados de libertad.

Los modelos mixtos vector spline se pueden caracterizar a través de los parametros
de escala y posicion debido a la Propiedad 1. Ademads, se observa que la constante k
define la matriz varianza-covarianza del vector aleatorio, que depende directamente de la

distribucion que se tome en consideracion.

Propiedad 2. Suponga que y ~ El,(pn, 2, ) con rg(X) = r < n. Si B es una matriz

(nxm) yd es un vector (n X 1), entonces
8+ By ~ €L, (6 + BT, BTSB, ) (1.3)

En un caso particular, consideramos la particion siguiente

1 1) .00
y H 11 12
( y® ) ( p® ) ( 31 Mo )
obtenemos las siquientes distribuciones marginales

(i) yV ~ EL(uV, i1, 0) y

(11) y(2) ~ gl(nfm) (“(2)a 222, (;0)

La Propiedad 2 indica que la transformacién lineal de un vector aleatorio con distri-
bucién eliptica, también sigue una distribucion eliptica. Adicionalmente, se observa que

cada elemento del vector aleatorio y también tiene una distribucién eliptica marginal.

Propiedad 3. Asumiendo que'y ~ ElL,(p, X, ) con ¥ > 0. Si consideramos una parti-

cion de (1.4), tenemos lo siguiente

(y(1)|y(()2)) ~ Eln (ﬂmy Y12, SOq(y[()2))> (1.5)
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en que
o = + Sl yE - p®),
Y12 =21 — 21222_21221 y
alye”) = 58" = )25 (v — ).
Analogamente,
1

(y(2)|Y(() )) ~ gl’m <IJ’2,17 222.17 @q(y(()l))> 3 (16)

en que

Koy = M(z) + E1222_2l (Y(()l) - .U(l))?
Yooq = 2gg — E2121711212 y

1 1 - 1
a(ys”) = (v = )= (v — 1),

La Propiedad 3 quiere decir que las distribuciones condicionales del vector aleatorio
y dados los valores de los subvectores de y, son también elipticos. En este trabajo de tesis
se consideran las distribuciones de contornos elipticos, cuyo rg (X) = n (caso no singular),
esto quiere decir que existe una funcion de densidad en relacion a la medida de Lebesgue

sobre todo el espacio R".

Definicién 2 (Funcién densidad). Asumiendo que rg(X) = n, tenemos que una funcion

densidad de un vector aleatorio y asume la siguiente forma

fy () =277 g(u), (1.7)

en que u = (y — )T 27! (y — ) y g es una funcion escalar continua y diferenciable
de R — [0,00], llamada funcion generadora de densidades, que satisface la condicion

siguiente

/000 = g(u) du < . (1.8)

Se denotard por y ~ El,(p, X, g) o simplemente y ~ EL,(u,X), en el caso que y

tenga una distribucién eliptica con densidad dada por la expresién (1.7). En la Tabla 1.1
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se presentan algunas distribuciones que pertenecen a la clase de distribuciones elipticas,

donde ¢ es llamada constante de normalizacion.

Tabla 1.1: Distribuciones de contornos elipticos.

Distribucién g(u) Restricciéon

Normal c exp{—3% u>0

Exponencial Potencia ¢ exp{—%s

(v+m)

t-Student c{l+4}y = m >0
Cauchy c{l+ %}ng s>0
Tipo Kotz cuN"t exp{—ru’} r,s>0y2N+n>2

Las distribuciones normal, t-Student y exponencial potencia son tres de las distribu-
ciones elipticas mas importantes en estadistica y otros campos de las ciencias. Es por este

motivo que se presentara una breve descripcion de éstas distribuciones.

1.3.1. Distribucion normal multivariada

Si un vector aleatorioy = (y1,y2,...,ys)  sigue una distribucién normal multivariada,

denotado por y ~ N, (i, ), la funcién densidad de probabilidad del vector estéd dada por:

g(y; . %) = (’\?2'—;)” exp [(y—p) Sy —p)], yeR", (1.9)

donde p es un vector (n x 1), 3 es una matriz simétrica definida positiva (n xn) y n > 1
es el nimero de variables. El vector de medias y matriz de varianza-covarianza de y son

dados, respectivamente, por:

Ey)=p vy Va(y)=2X.

La distribucion normal multivariada es una de las distribuciones continuas mas impor-
tantes, debido a que posee caracteristicas bastante 1tiles (Absanullah, 2014), entre ellas se

destacan las siguientes: los graficos plots bivariados de datos multivariados muestran ten-

[saac Cortes Olmos Universidad de Valparaiso, Chile



dencia lineal; la distribucién puede ser completamente descrita utilizando sélo las medias,
varianzas y covarianzas; si las variables no son correlacionadas, ellas son independientes;
la forma conveniente de la funcién densidad se presta para la derivacion de muchas pro-
piedades y estadisticas de prueba; y cuando los datos no siguen una distribucién normal
multivariada, ésta puede ser 1til como una aproximacién, especialmente en inferencias que
implican vectores de medias muestrales, que son aproximadamente normal por el teorema

del limite central.

En la Figura 1.1, se presenta el grafico de densidad normal bivariada (n = 2) con sus

correspondientes contornos, donde p =0y 3 = Iryo.

(a) Densidad conjunta (b) Contornos de la densidad

Figura 1.1: Graficos de la distribucién normal bivariada.

1.3.2. Distribucién t-Student multivariada

Si un vector aleatorio y = (y1,V2,...,¥n)' sigue una distribucién t-Student multi-
variada con v grados de libertad, denotado por y ~ t,(u, X, v), la funcién densidad de

probabilidad del vector esta dada por

L) 2
L(3) (vm)2 1+ Ly — )Ty — p)]

9(y; 1, 2, v) = , y €ERY, (1.10)

donde p es un vector (n x 1), 3 es una matriz simétrica definida positiva (n x n), v son

los grados de libertad y n > 1 es el nimero de variables. El vector de medias y matriz de
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varianza-covarianza de y son dados, respectivamente, por:

Ey)=n y Var(y) =

0=2) Y (v>2).

La distribucién t-Student multivariada es otra de las distribuciones continuas impor-
tantes, ya que posee caracteristicas bastante 1tiles, entre ellas se destacan las siguientes:
la curtosis es controlada por sus grados de libertad, es decir, v; tiene la propiedad de pre-
sentar colas mas pesadas que la distribucién normal multivariada; a medida que aumentan
los grados de libertad, se aproxima a la distribucién normal multivariada; cuando v = 1,
la distribucién t-Student multivariada se reduce a la distribucién Cauchy multivariada; y
una vez que la distribucion t-Student es simétrica, su media y mediana son iguales. Para

mas detalles sobre esta distribucién, ver por ejemplo, Borssoi (2014) y Lange et al. (1989).

En las Figuras 1.2-1.3 se presentan los gréaficos de densidad t-Student y Cauchy biva-
riadas con sus correspondientes contornos, donde g = 0y 3 = I».5 para ambas distribu-

ciones, y v = 4 para el caso de la t-student bivariada.

Mok L A o s o W om o,

(a) Densidad conjunta (b) Contornos de la densidad

Figura 1.2: Graficos de la distribucion t-Student bivariada.
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(a) Densidad conjunta (b) Contornos de la densidad

Figura 1.3: Graficos de la distribucién Cauchy bivariada.

1.3.3. Distribucién exponencial potencia

Si un vector aleatorio y = (yi,y2,...,Vn)  sigue una distribucién exponencial po-
tencia, denotado por y ~ PE,(u, X, s), la funcién densidad de probabilidad del vector

esta dada por:

nT(3)
7 /S T(1+ &)

) _ 1 Ty—1 °

oy B.8) = o {—2 (v - =y — )] } RNGREY
donde y € R", 1 es un vector (n x 1), 3 es una matriz simétrica definida positiva (n x n),
s es el parametro de curtosis y n > 1 es el nimero de variables. El vector de medias y

matriz de varianza-covarianza de y son dados, respectivamente, por:

3

Ey)=p vy Va(y) = nT (=

~—

La distribucién exponencial potencia multivariada es un miembro de la familia de
contornos elipticos multivariados, que ofrece una generalizacién ttil de la distribucion
normal multivariada. Ademds, posee otras caracteristicas interesantes, entre las cuales se
destacan las siguientes: abarca las distribuciones de colas livianas y pesadas, por lo que
puede ser comprobado para robustez; el parametro de localizacién (media) en los modelos
lineales y no lineales puede ser facilmente construido; y la curtosis es controlada por el

parametro s.
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La distribucién dada en (1.11) tiene algunos casos particulares, por ejemplo: cuan-
do s = 1, se obtiene la distribucién normal multivariada; cuando s = %, se obtiene la
distribucién Laplace multivariada; cuando s — oo, se obtiene la distribucion uniforme
multivariada; y si s < 1, la distribucién posee colas més pesadas que la normal, proporcio-
nando robustez contra outliers. Para mas detalles sobre esta distribucion, ver por ejemplo,

Gomez et al. (1998) y Lindsey (1999).

En las Figuras 1.4-1.5 se presentan los graficos de densidad exponencial potencia bi-
variado (n = 2) con sus respectivos contornos, para los casos s = 0,4 y s = 5, respectiva-

mente. En ambos casos se consideran g = 0y 3 = Iyyo.

(a) Densidad conjunta (b) Contornos de la densidad

Figura 1.4: Graficos de la distribucién exponencial potencia bivariada.

R S S O R

(a) Densidad conjunta (b) Contornos de la densidad

Figura 1.5: Graficos de la distribucién exponencial potencia bivariada.
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Capitulo 2

Modelo mixto vector spline bajo

distribuciones elipticas

En este capitulo se estudian los modelos mixtos vector spline (MMVS) bajo distri-
buciones elipticas. En la primera seccién, se realiza una breve discusiéon sobre algunos
trabajos relacionados con esta clase de modelos, se describe el modelo mixto vector spline
y mencionan algunos casos particulares de éste. Luego, en la segunda seccion, se pre-
senta el modelo mixto vector spline en su version matricial y compacta. Posteriormente,
en la tercera seccion, se define el enfoque para introducir las distribuciones de contornos
elipticos en los MMVS, y se mencionan algunas de sus ventajas. Finalmente, en la cuarta
seccidn, se muestra el criterio para obtener los estimadores de los parametros involucrados

en los MMVS.

2.1. Descripcion del modelo

Por muchos anos, los modelos lineales mixtos normales han sido utilizados como he-
rramientas para analizar conjuntos de datos de medidas repetidas, ver por ejemplo, Laird
y Ware (1982). Sin embargo, la distribucién normal ha sido criticada por proporcionar
estimadores de maxima verosimilitud sensibles a observaciones aberrantes, por lo que
diversos autores sugieren el uso de las distribuciones elipticas para acomodar tales obser-
vaciones potencialmente influyentes. Entre esos autores, se encuentra Savalli et al. (2006)
que proponen una clase de modelos lineales mixtos elipticos, donde la distribucién del vec-

tor de respuestas también sigue una distribucién eliptica. Esta clase de modelos permite

13



14

desarrollar procedimientos de estimacion, métodos de diagndstico y test de componentes
de varianza, flexibilizando la curtosis de la distribucion de los errores; en el caso que las
distribuciones de los errores tengan colas mas pesadas que la normal, los estimadores de
maxima verosimilitud son maés robustos contra observaciones aberrantes, en el sentido de
la distancia de Mahalanobis. Posteriormente, Osorio et al. (2007) derivan curvaturas nor-
males de influencia local para el modelo lineal con efectos mixtos sobre diferentes esquemas

de perturbacién, y examinan su conexion con la matriz de alavancas generalizadas.

Recientemente, Ibacache et al. (2012) proponen la clase de modelos mixtos semipa-
ramétricos elipticos, que consisten en agregar una componente no paramétrica a los efectos
fijos, generalizando la clase de modelos propuesto por Savalli et al. (2006). La propuesta
de este trabajo es extender el modelo propuesto por Ibacache et al. (2012), en el sentido
de incluir tantas funciones no paramétricas a los efectos fijos, como unidades de tiempo

que contribuyen en la media del perfil del individuo o clister (en el contexto longitudinal).

La formulaciéon matematica del modelo propuesto en este trabajo de tesis es la siguien-
te:
Vij = XiTj,B—i- 15 () +Ziij’i +e€5, i=1,...,n;5=1,...,m, (2.1)

donde y;; denota la j-ésima medida asociada con el i-ésimo cluster en el tiempo t;, x;; y
z;; son, respectivamente, vectores (p X 1) y (¢ x 1) de valores de variables explicativas, 3
es el vector (p x 1) de pardmetros fijos y b; denota el vector (¢ x 1) de efectos aleatorios,
{f;(-)} son funciones suaves arbitrarias que dependen de la variable t y €;; son los errores
aleatorios. El modelo (2.1) es una extensién de otros modelos semiparamétricos propuestos

en la literatura, por ejemplo:

(i) cuando las funciones no paramétricas no estan presentes en el modelo, el MMVS
se reduce al modelo mixto lineal cldsico propuesto por Laird y Ware (1982), cuya
aplicacion ha sido ilustrada por ejemplo, en estudios epidemioldgicos de efectos de

la contaminacién del aire sobre la salud;

(ii) cuando los efectos aleatorios no estan presentesy f;(-) = f(-) paratodoj =1,...,m,
el MMVS se reduce al modelo lineal parcial estudiado por Heckman (1986) y Speck-
man (1988) en el caso univariado y He et al. (2002) en el contexto de datos longi-

tudinales;

(iii) cuando B =01y f;(-) = f(-) para todo j =1,...,m, el MMVS se reduce al modelo
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mixto no paramétrico desarrollado por Wang (1998), quién utiliza suavizamiento
spline para modelar los efectos fijos asumiendo que la funcién de covarianza depende

sobre un nimero pequeno de parametros; y,

(iv) cuando f;(-) = f(-) para todo j = 1,...,m, el MMVS se reduce al modelo mixto
semiparamétrico estudiado por Ibacache-Pulgar et al. (2012), en el cual extienden
los modelos mixtos semiparamétricos con errores aleatorios normales a la clase de

distribuciones elipticas.

En la literatura estadistica, por el momento, existe un nimero pequeno de traba-
jos relacionados con los MMVS. Sin embargo, los trabajos existentes han sido de gran
relevancia. Por ejemplo, Yee y Wild (1996) extienden la clase de modelos aditivos genera-
lizados de manera natural a una clase de modelos de regresiéon multivariados, denominados
“modelos aditivos vector generalizado (MAVG)”. Esta clase de modelos abarcan muchas
distribuciones y modelos estadisticos, entre los que se encuentra la familia exponencial
cldsica como subconjunto de esta clase. Luego, Yee y Mackenzie (2002) describen e ilus-
tran los MAVG, con ejemplos que son de particular relevancia para ecologistas de plantas.
Posteriormente, Yee y Stephenson (2007) llevan la clase de MAVG al andlisis de datos de

valores extremos.

2.2. Representaciéon matricial

El modelo (2.1) puede ser expresado matricialmente de la siguiente manera:

j=1

donde y; es un vector aleatorio (m x 1) de respuestas observadas para el i-ésimo cluster,

X es una matriz diseno (m x p) con filas xiTj,
en la (j,7)-ésima posicién, para j =1,...,myi=1,...,n, £ = (f;(t1),..., fi(t.) ", Z;
T
75

NZ(-]) es una matriz (m x n) de ceros con un 1

es la matriz de diseno (m x ¢) de efectos aleatorios con filas z,., y €; es un vector (m x 1)

de errores aleatorios dentro de los clisters.
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Para obtener una forma matricial mas ventajosa computacionalmente, se adoptard una
notacién similar a la propuesta por Ibacache et al. (2012), para expresar el modelo (2.2)

de la siguiente forma:

yi = p; +Z;b; + € (2.3)

donde p; = X;8 + Z Ngj)f(j), para ¢ = 1,...,n. Esta notacién sera bastante utilizada
j=1

en la siguiente seccion, en la que se discuten algunos aspectos tedricos sobre el modelo
mixto vector spline bajo distribuciones elipticas, fundamentalmente sobre el supuesto

distribucional.

Por otro lado, el modelo (2.2) también se puede escribir de una manera similar a

Ibacache (2009), es decir, compactamente como:

y = X3+ Nf + Zb + €, (2.4)
donde y = (y;,...,y1)", X = (X],...,X])7, la i-ésima fila de N es (Ngl), ..,Ngm))
para i = 1,...,n, f = (f(Tl),...,f(;))T7 Z = diag{Z,,...,Z,}, b = (b],...,b))T ¥y
€= (6]—7 767—[)1—

2.3. Supuesto distribucional

En los modelos mixtos vector spline bajo distribuciones elipticas se pueden adoptar

dos formulaciones. La primera corresponde a una formulacién jerarquica asumiendo que:

vilbi ~ Eby(p; + Z;b;, V),

En este caso, la distribucién conjunta de (y;, b/ )" no necesariamente sigue una distribu-
cion eliptica y puede provocar dificultad para obtener la distribucién marginal del vector

de respuestas y;. La formulacién que se adoptara en este trabajo de tesis considera la
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siguiente distribucion conjunta:

2]

donde b; v €; no son correlacionadas, pero no necesariamente independientes, a excepcion

M
0

)

¥, ZD 25)
DZ] D ’ '

de la distribuciéon normal. Ademas, las matrices X;, D, y Z;D son proporcionales a las
matrices de covarianza y;, b; y [y;, b, respectivamente, por una cantidad & > 0 que puede

ser obtenida a partir de las derivadas de las correspondientes funciones caracteristicas.

Asi, el modelo marginal tiene la siguente forma cerrada:

cuya funcién densidad de y; estd dada por:

Ffly) == 2g(6),  i=1,...,n, (2.7)

donde §; = r] 3; 'r; es la distancia de Mahalanobis, r; = y; — p;, vy g(-) es la funcién
generadora de densidad mencionada en el Capitulo 1. Para garantizar que el vector de
respuestas observadas admita una densidad para todo y; € R™, con respecto a la medida

de Lebesgue, se asumira que 3; es definida positiva para todo i =1,...,n.
Algunas de las ventajas que se obtienen al trabajar con la distribucién marginal (Bors-
soi, 2014) son las siguientes:

(i) no se requieren métodos de integracion numérica para obtener el modelo marginal;

(ii) se conserva la estructura de medias y varianza-covarianza de las variables y;, es

decir, E(y;) = p; y Var(y;) = &3; se mantienen;

(iii) permiten derivar las funciones escore y las matrices Hessiana y de informacién de
Fisher en forma cerrada, facilitando la aplicacién de métodos de estimacion, infe-

rencia y diagnostico de manera similar al caso normal; y

(iv) otorgan la posibilidad de prediccién de las variables b; a través del método bayesiano

empirico.
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2.4. Funcién de penalizacién

El método de maxima verosimilitud es la técnica més conocida y més utilizada para
estimar los parametros en un modelo estadistico. Este método consiste en obtener estima-
dores de los pardmetros que maximicen la funcién de verosimilitud, requiriendo adquirir
esta funcién como una funcién de los parametros de un determinado modelo estadistico,

basado en suposiciones acerca de las distribuciones de probabilidad.

En este trabajo, se asumird que las matrices de escala V; = ¢L,, y D = D(A) es
una matriz parametrizada por el vector A. Por lo tanto, el vector de parametros que
requieren ser estimados en el modelo mixto vector spline bajo distribuciones elipticas

sera @ = (,@T, f(Tl)7 e ,f(:n), 71)7, cuyo espacio paramétrico estd dado por:
e = {0 € RP* ’,8 S @5,f(1) S @f(l), o 7f(m) S @f(m>,7- S @.,—}, (28)

donde ©®3 C R?, ©¢,) CR* (Vj=1,...,m), © C R 7 = (15,7,...,74)" para
n=¢ym=M{l=1,...,d),yp" =tr{H(a)} + d+ 1, donde H(ax) es definida en el
Capitulo 3. Ademas, el logaritmo de la funcién de verosimilitud se puede expresar de la

siguiente forma:

L(0) =) Li(6), (2.9)

en que:

L,(6) = — 5 1053 + log{g(5)}. (2.10)

En el contexto paramétrico, los estimadores de maxima verosimilitud son un buen
estimador puntual, ya que poseen algunas propiedades éptimas. Estas son discutidas,
por ejemplo, en Gourieroux y Monford (1995) y Casella y Berger (2002). Sin embargo,
en el contexto semiparamétrico, si maximizamos de forma directa (2.10) sin imponer
restricciones a las funciones f(;), puede causar sobre ajuste y problemas de identificacion
de los parametros 3 (Green, 1987).

Una manera de resolver este problema es aplicar un procedimiento basado en la penali-

zacion de la funcion de log-verosimilitud, es decir, incorporar una funcion de penalizacion
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al logaritmo de la funcién de verosimilitud por cada funcion f(;); especificamente,

m

Ly(0.0n,...,am) = L(O) + > _ aiI(f)), (2.11)

j=1

donde J(f;) es una funcién de penalizacién cuya eleccién depende de alguna aplicacion
especifica o conocimiento a priori, y o = a*(a;) es un término que depende del pardme-
tro de suavizamiento o; > 0, V j =1,...,m. Este tltimo, controla el equilibrio entre la
bondad de ajuste, medida por valores grandes de L(€), y la funcién estimada de suaviza-

miento, medida por pequenos valores de J(f;).

En este trabajo de tesis, se propone utilizar el siguiente término de penalizacion:

b;

() = [P, (212
en que fjl» = j—;, t; € [a;,b;], y la funcién f; pertenece al espacio de funciones de Sobolev
definida por:

Wg) [a;, b;] = {fj : f}l) € L*[a;, by, f;l),f]@), e f;lil),abs.cont.} , (2.13)

donde L?[a;,b;] = {f ; fabz F2(t) < oo}
En el caso que I = 2, el estimador de la funcién corresponde a un spline ciibico natural

(SCN) con nodos en los puntos t; (i = 1,...,n). Segin Reinsch (1967) y Silverman (1985),

la curva J/‘"; tiene las siguientes propiedades:
(i) es un polinomio ctibico en cada intervalo (t;, t;y1);

(ii) la curva y sus primeras dos derivadas son continuas en los puntos t; pero puede

haber discontinuidad en la tercera derivada;

(iii) en cada uno de los rangos (—o0, t1] ¥ [tn, 00), la segunda derivada es cero, de modo

que f; es lineal fuera de los dominios dados.
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De acuerdo con Green y Silverman (1994) podemos expresar el término de penalizacién

(2.12) para SCN de la siguiente forma:

b;
/ £ (t))dt, = £ K ), (2.14)

i

donde f]@)(ti) = f—jf(tz) y K, es un matriz de suavizacion (n x n) definida positiva para
la j-ésima variable explicativa, que depende sélo de los nodos, con estructura dada por
K; = QjRj_1 jT, para j = 1,...,m, donde Q, es una matriz tridiagonal n x (n —2) y

R, es una matriz simétrica tridiagonal (n—2) x (n—2) construidas de la siguiente manera:

considerando la distancia entre los nodos consecutivos ¢ e ¢ + 1 por h; = t;11 — t;, los

elementos g; de Q; son dados por:

qu-1), = hl__ll
Qg =—h =y (2.15)
Qi1 =h!

paral=2,....n—1ygy;=0parali—1]>2,i=1,...,n,l=1,...,n— 1. El elemento
ry de la matriz R; es dada por:
1 .
T¢,¢=§(hi—1+hz’) i=1,...,n—2,
1

Ti(i+1) = T(i+1)i — 6 1=1,...,n—1

(2.16)

y ry = 0 para |t —[| > 2.

Tomando en cuenta la funcién L(0) definida por la ecuacién (2.9), la funcién de pena-
lizacién J(f;) dada por (2.12), aj = =5 y la forma cuadrética definida por la ecuacién
(2.14), entonces, la funcién de log-verosimilitud penalizada asociada al modelo mixto vec-

tor spline bajo distribuciones elipticas puede expresarse de la forma siguiente:

Ly(0,01,. .. 0m) = Y L, (0, c0), (2.17)
i=1

[saac Cortes Olmos Universidad de Valparaiso, Chile



21

donde,
I &
Ly (8. 0) = Li(0) — - > oyff Kfy), (2.18)
j=1
en que o = (y,...,0q,,)" es el vector de parametros de suavizamiento.

A continuacién se presentaran algunos ejemplos de la funciéon de log-verosimilitud
penalizada (2.17) para algunas distribuciones elipticas multivariadas. Sean yi,...,y,
vectores aleatorios independientes y si cada una de ellos tiene la funcién densidad de

probabilidad dada por:
(i) la ecuacién (1.9), la funcién de log-verosimilitud penalizada es:
1 1 1 & o
Lp(O, a) = Z —5 log ’21| — K1 — 5(5, — % Zajf(j)Kjf(j) s
i=1 j=1
en que k; = 3 log(2 7);
(ii) la ecuacién (1.10), la funcién de log-verosimilitud penalizada es:

1 _ 1\
Lp(0,0) = | =5 log|Si| +ma — mglog{1+ 0710} — = > af; Kiff |
i=1 Jj=1

r(z )} y ks = () y,

2
(mv) 3 F(

IR N—

en que ke = log {

(iii) la ecuacién (1.11), la funcién de log-verosimilitud penalizada es

n

1 1, 1& .+
Ly(0.a) =) =5 10g %] + k4 — 507 — 5 Dot Kt |
j=1

=1
=3

En el préximo capitulo se abordara el proceso de estimacién e inferencia estadistica

mF(
W%F(H

vf3

en que k4 = log {

MB

de los parametros involucrados en los MMVS, basadas en la funcion de log-verosimilitud

penalizada.
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Capitulo 3
Estimacion e Inferencia

En este capitulo se aborda el proceso de estimacién e inferencia estadistica de los
parametros involucrados en el MMVS. En la primera seccion, se presenta el proceso de
estimacién de los parametros basados en la funcién de log-verosimilitud penalizada. Luego,
se discuten algunos aspectos de la inferencia estadistica en el MMVS. Posteriormente,
se describe el proceso de seleccién de los parametros de suavizamiento. Finalmente, se
sugiere un método para evaluar el ajuste del MMVS bajo errores aleatorios que siguen

una distribucién normal y t-Student.

3.1. Proceso de estimacion

En esta seccién se discuten algunos aspectos del proceso de estimacion en el MMVS.
Primero, se presenta una breve discusién bibliogréafica sobre algunos trabajos relacionados
con el proceso de estimacion en los modelos semiparamétricos. En segundo lugar, se deriva
la funcion escore penalizada, la matriz de segundas derivadas y la matriz de informacion
de Fisher penalizada. En tercer lugar, se presenta un procedimiento de maximizacion
para obtener los estimadores de mdaxima verosimilitud penalizada (EMVP) y algunas
condiciones de regularidad para asegurar la existencia de los EMVP. Finalmente, de la

aplicacién del procedimiento de maximizacion, se deriva un proceso iterativo para obtener

los EMVP.
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3.1.1. Discusion bibliografica

El problema de estimacién en los modelos semiparamétricos o también llamados mo-
delos lineales parciales, ha sido estudiado por diversos autores. Por ejemplo, Heckman
(1986) estima los coeficientes paramétricos y la funcién no paramétrica basado en el cri-
terio de minimos cuadrados penalizados. Ademas, estudia la normalidad asintética para
el estimador del coeficiente de regresién. Green (1987) estudia la estimacién de méxima
verosimilitud penalizada, proporcionando definiciones de la devianza, grados de libertad
y residuos. Speckman (1988) presenta un procedimiento de suavizamiento de kernel para

estimar los coeficientes de regresién y la funcion no paramétrica.

Los trabajos mencionados anteriormente, han sido estudiados asumiendo normalidad
para los errores aleatorios. Sin embargo, recientemente han surgido algunos estudios asu-
miendo otras distribuciones para los errores aleatorios. Por ejemplo, Ibacache-Pulgar y
Paula (2011) extienden los modelos lineales parciales con errores normales a errores t-
Student y obtienen las estimaciones del coeficiente de regresiéon y la funcién no paramétri-
ca utilizando las ecuaciones de verosimilitud penalizada. Posteriormente, Ibacache-Pulgar
y Paula (2013) proponen un algoritmo backfitting en los modelos aditivos semiparamétri-
cos bajo distribuciones simétricas para obtener las estimaciones de maxima verosimilitud
penalizada. Por otro lado, Rigby y Stasinopoulos (2005) introdujeron los modelos aditivos
generalizados para localizacién, escala y forma. El proceso de estimacién de los parame-
tros involucrados esta basado en la funcién de log-verosimilitud penalizada y el algoritmo
backfitting.

En el contexto de los modelos lineales mixtos semiparamétricos, Zhang et al. (1998)
derivan estimadores de maxima verosimilitud penalizada de los coeficientes de regresion y
la funciéon no paramétrica, mostrando que este ultimo conduce a un spline ctibico natural.
Staudenmayer et al. (2009) desarrollan e implementan los modelos lineales mixtos utilizan-
do un enfoque jerarquico basado en la distribucién t-Student. Recientemente, Ibacache-
Pulgar et al. (2012) proponen un proceso iterativo basado en el método backfitting para
la estimacion de los parametros involucrados en el modelo mixto semiparamétrico bajo

distribuciones elipticas.

Por otro lado, Fessler (1991 a) presenta un algoritmo eficiente para suavizamiento
no paramétrico en funciones de valores vectoriales, con estructura de covarianza general.

Fessler (1991 b) propone un algoritmo para una funcién suave de valores vectoriales en
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estructuras de valores vectoriales no lineales de esa funcién. Ademés, Yee y Wild (1996)
sugieren un algoritmo backfitting para estimar los pardmetros involucrados en el modelo
aditivo generalizado vector spline (MAVG). Finalmente, Yee (1998) presenta un algoritmo

backfitting que disminuye el esfuerzo computacional del proceso de estimacion en los
MAVG.

3.1.2. Funcién escore penalizada

En esta subseccién se deriva la funcion escore penalizada asociada al vector de parame-

tros 8 = (ﬁT, f(Tl), e ,f(fn ) 7). Asumiendo que la funcién de log-verosimilitud penali-

zada L,(0, a) es regular con respecto a los elementos de 6, la funcién escore penalizada
del MMVS es dada por

u,(0) = %)

0L, (0,0)

B 2_; pae

- ZUPz(e)7
i=1

donde

U2 ()

Pi

fu
U, (6)

U, (6)
U7,(6)

con Ug, (0) y szg(f)(e), para j = 1,...,m, denotando las funciones escore parciales aso-
ciadas a los efectos fijos del modelo; y U7 (6) denota la funcién escore asociada a la

componente de varianza T.

En este trabajo, se asumird que la funcién generadora de densidades g(-) presentada
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en el Capitulo 1 es continua y diferenciable. Defina las siguientes cantidades:

ov; g'(6:)
P = —2 51 , / = (51 = ,
v Cg( ) UZ 8(51 y Cg( ) 9(52)
para ¢ = 1,...,n. Las funciones escore parciales para 3 y f(;), asociadas a los efectos fijos
del modelo, son dadas por
0L,.(0, )
Ul (9) = —" 2=
= UiX;rE;lri
y
£ 0L, (0, )
U () f) = Pi\™>

Por otro lado, las funciones escore parciales asociadas a las componentes de varianza

estan dadas por

U7 (6)
Uy (0)

donde sus elementos se obtienen de la siguiente manera:
aLPz‘ (07 a)
87’(
1 . .
=3 tr{E71(0)} — ur! TS0 ]

U,:(0) =

con 3;(0) = (9_Z parat = 1,...,ny { =1,...,d+ 1. Los calculos algebraicos de las
Ty
componentes de varianza y efectos fijos se presentan en el Apéndice A.1.
Se observa que las cantidades positivas v; (excepto en las distribuciones Kotz, Kotz ge-
neralizada y doble exponencial) pueden ser interpretadas como pesos. Ademas, la funcién

g(+) es una funcién positiva y decreciente para casi todas las distribuciones que pertene-
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cen a la clase de distribuciones elipticas (Ibacache, 2009). En la Tabla 3.1 se muestran las

expresiones de las cantidades v; y v] para algunas distribuciones elipticas multivariadas.

Tabla 3.1: Cantidades v; y v} para algunas distribuciones elipticas multivariadas

Distribucién v; vl
Normal 1 0

i+ it
t-Student (Zi +g’:) (:1- - 62"7)2
Cauchy Ltm - _Ltm

(1+6;) (1+6;)?

3.1.3. Matriz de segundas derivadas

La matriz de segundas derivadas o también denominada matriz Hessiana es de su-
ma importancia en la literatura estadistica por diversas razones. Por ejemplo, la matriz
Hessiana en conjunto con la funciéon escore permiten obtener las soluciones a ecuaciones
normales que no tengan soluciones explicitas, mediante un proceso iterativo. Este proceso
iterativo es llamado Newton-Raphson. Por otro lado, permite el estudio de la concavi-
dad de la funcién de log-verosimilitud penalizada, propiedad necesaria para asegurar la
existencia de los estimadores de maxima verosimilitud penalizada en el contexto semi-
paramétrico. Ademads, la matriz Hessiana es una herramienta esencial en el andlisis de
diagnéstico de influencia local, el que permite evaluar la sensibilidad de los estimadores

de méxima verosimilitud penalizada, ver por ejemplo, Ibacache y Paula (2013).
Al utilizar &lgebra y derivadas matriciales (ver Apéndice A.2), la matriz Hessiana
esta dada por la siguiente expresion:

. 0*L,(0:
£yf0, @) =

oy e v
L2 L L

= Lff LF L7 |. (3.1)
PP
LPB Lp LP
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n
[ B8 —
LP
i=1

n

g--2|

i=1
n

gr--%|

i=1
n

g --X|

i=1

En particular, los elementos de la matriz (3.1) son los siguientes:

==Y [X/= {uZ + 20 } 57X

X5 {03 + 20 ) 2;1N§j>] ,
X:E,L_l {’UZEDZ + ’UZ/-I'Z'I'ZT} 2;121(6)2;11'1} y

)

NITS 05, + ]} Eflxi} ’

-Nl(.j)TEZ1 {’UZEJZ + 2U;I'Z'I'ZT} E;lzz(f)z;lrz} )

P35> S Ti) el {v;Z; +vjrir] } Eglxi] ,

T OB {0+ o} 2N

n

-3 [N?”E;l {03 + 2] } 2;1N§k>] sij#k
r ff i=
L, = " - A .
-y [N§J> 57 {03 + 2ur) ) z;lNgﬂ} YK, sij=k,
n
=1
y
.1 o . .
i = étr{Ei : [Zi(f)Ei 13%() — 340, E)”
1 . . 3}
— S S SO (v B+ 20L) B40) + 080, 0 ) 57
. %,
donde X;(y,0) = ,paray)=1,...,d+1y{l=1,...,d+ 1.
(’*)73875
3.1.4. Matriz de informacion de Fisher penalizada

En general, la matriz de informacién de Fisher tiene un rol importante en el proce-
so de estimacion de los parametros y el andlisis inferencial paramétrico, ya que permite

obtener un proceso de estimacion para los parametros del modelo y estimar de manera
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aproximada el error estandar de los estimadores de maxima verosimilitud. En el contexto
semiparamétrico, su aplicabilidad es similar, ya que permite derivar el algoritmo esco-
ring de Fisher y aproximar el error estandar de los estimadores de méaxima verosimilitud

penalizada a partir de la matriz de informaciéon de Fisher penalizada.
Sea by = tr {2;12i(j)} tr {2;12(6)}, () = 2, (0 = 22, d,, = E[Q2(6,)5)
y Fg, = E[(Z(8:)07], con 6; = (y; — ui)TE_%Z_%(yi — ;) =r/r;yr; ~&I0,L,). Para

el MMVS bajo distribuciones elipticas, la matriz de informaciéon de Fisher penalizada

asociada al vector de parametros 0 esta dada por

o -+ {%)

(3.2)

en que

150 Zzﬁf

;7(0) = L7 ()

son matrices de orden [(p +mn) X (p+mn)] y (d* x d*), respectivamente.

Los elementos de la matriz ZPf(0) estdn dados por

I08(0)  T,,0(0) ... I,"(6)
f1)B f1)fa £ f,
Y°O) M) ... T,V ()

ﬁf o Pi Pi Pi

Ipi <0) - . . . . 5
Zm%6) TmWe) ... T, (e)
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donde
4d,,
77°(0) = — X! 57X,
‘ m
‘ 4ad,, ,
Z:7(0) = — X BN,
£ ad,, s ,
I;gj)f(])<0) _ ngNz(J)TEi_lNz(j) + OéjKj
y

) 4d,,. (s
700 () = MO NG,

m
parai=1,...,.nyj=1,...,m, con j # k.

Por otra parte, el elemento (j,1)-ésimo de la matriz Z77(0) estd dado por

T _ bi(jJ) 4F91 2‘791 -1 —1v
Ipiw(é’)—[ | {m(m+2) 1 +m(m+2)tr{2i HOLRNGIE

Note que las cantidades F,, y dg, que aparecen en las ecuaciones anteriores tienen una

forma cerrada para algunas distribuciones elipticas multivariadas. Por ejemplo, para la

distribucién normal, t-student y Cauchy, sus expresiones son presentadas en la Tabla 3.2.

Tabla 3.2: Cantidades dg, y F,, para algunas distribuciones elipticas multivariadas

Distribucién d,, Fo,
Normal o m(TZH)

m (1+m m(m+2) (1+m)
Cauchy Z(Z’H—_’m) 1 (3rm)
tStndent g (Gmg) O ()
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Finalmente, cabe senalar que debido a la propiedad de ortogonalidad de los elementos

de 7 con respecto a 3y f1), ..., fu), se obtiene lo siguiente:

0L, (0, o)
BT - _ i A hats
L,7(0) = E{ opor’T }

=0

gy — _p | ILn(0,9)
Ip <9) n E{ 8f(j)87-T

=0.

Este resultado facilita la construccion del proceso iterativo de escoring de Fisher para

estimar el vector de parametros 6.

3.1.5. Maximizaciones sucesivas para obtener EMVP

Debido a que f;(-) es un pardmetro de dimensién infinita, se consideran los estima-
dores de maxima verosimilitud penalizada (EMVP) de 68, que conduce a un estimador
spline ctibico natural de f;(-). Especificamente, el valor de 8 que maximiza L, (8, o) sobre
©, denotado por 5, satisface la desigualdad L,,(E, a) > supgee Ly(0, ). Ahora, la de-
terminacién de 0 puede efectuarse considerando maximizaciones sucesivas, descritas, por
ejemplo, por Gourieroux y Monford (1995). En particular, para el vector e fijo y j = 2,
la solucién 8 al problema de maximizacién L,(0, o) = MAXG £, fo) 7 L,(8,fq), fo), T, o)

se puede obtener mediante los siguientes pasos:

(i) Primero, se maximiza la funcién L, (3, f(1), f(2), T, &) sobre 8 manteniendo los pardme-
tros f(1), f2) y 7 fijos. El valor médximo, [A’)'(f(l), f(2), T), es alcanzado para valores de
en un conjunto 1), f2), T) dependiendo de los parametros fiyy, fio) v 7. Asi, si
B j B(fay, fo) d diendo de 1 3 fy, fo) Asi, si
€ 1), f(2), 7), el valor de la log-verosimilitud penalizada es 1, o), T, ) =

B € B(fu), f2) 1 valor de la | imilitud lizad Ly (£, f2)
maxg L,(8, 1), f2), T, ). Aqui, Ly es llamada la log-verosimilitud penalizada con-

centrada en 3.

(ii) Luego, se maximiza L¢(f(1), fi2), T, &) sobre f(;) manteniendo f(3) y 7 fijos. El méaximo

valor, /f\(l) = f(l)(f(g), T) es alcanzado para valores de f(;) en un conjunto Fi(f(z), )
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dependiendo sobre los pardmetros f(5) y 7. Por lo tanto, si f(1) € F(f(2), T), el valor
2)

de la log-verosimilitud penalizada es L (f(2), T, o) = maxe,, L (£, fo), 7, ). Aqui,

Ly es llamada la log-verosimilitud concentrada en 3 y f().

(iii) Ahora, se maximiza L (f(s), T, ) sobre f(3) manteniendo 7 fijo. El maximo valor,
f(2) = f(2)(T) es alcanzado para valores de f(5) en un conjunto F»(f2), 7) dependiendo
sobre el pardmetro 7. Por lo tanto, si f2) € F»(7), el valor de la log-verosmilitud pe-
nalizada es Lg (7, ) = mdxg,,, Ly (f2), 7, a). Aqui, L es llamada la log-verosimilitud

concentrada en 3, f1) y f(2).

(iv) Finalmente, se maximiza la funcién log-verosimilitud penalizada concentrada L§(T, o) =
Lp<,/3\,/f(1),/f\(2), T, ) sobre 7. El méximo valor T es alcanzado sobre un conjunto de

C de valores 7.

Este procedimiento permite determinar de manera aproximada los estimadores de
maxima verosimilitud penalizada, considerando maximizaciones sucesivas. Algunas apli-
caciones de este procedimiento en la clase de los modelos semiparamétricos pueden en-

contrarse, por ejemplo, en Ibacache et al. (2013).

3.1.6. Estudio de la concavidad

El estudio de la concavidad permite asegurar la existencia de los estimadores de méxi-
ma verosimilitud penalizada. Aqui se derivan las condiciones suficientes para garantizar
la concavidad de la funcién log-verosimiltud penalizada L,(3, f1), f2), T, &) en B, {1y, f(9)

y 7. En efecto, se debe garantizar lo siguiente:

(i") En el paso (i) (ver Subseccién 3.1.5), la concavidad (en 8) de L,(8, {1y, f2), T, o)
es garantizada si y sélo si la matriz Lgﬁ < 0 (semidefinida negativa) o, equivalente-
mente si y sélo si —tgﬂ > 0 (definida no negativa). Uno tiene que —tgﬁ >0siy

solo si {v;3; + 2vrr) } >0, esto es, siv; >0y v, >0, parai=1,...,n.

(ii") Para el paso (ii) (ver Subseccién 3.1.5), uno tiene concavidad (en f(y)) de Lg (f1y, f2), 7, @)
si y solo si la matriz f;;“)f(l) < 0 o, equivalentemente, si y solo si —i;(l)f“) > 0. Con-
secuentemente, —qu;(l)f(” > 0 siy sélosi {v;3; +2vr;r[} >0y a;K; > 0. Ademds,
tenemos que a; es un escalar positivo y K; > 0, por lo tanto a; K; > 0. Por otra

parte, {v;3; + 2vir;r] } > 0siysélosiv; >0y v, >0, parai=1,...,n.
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(iii") De manera similar, en el paso (iii) (ver subseccién 3.1.5), uno tiene concavidad (en
fi2)) de Li(fia), T, @) si y sélo si la matriz f;,f)@)f@) < 0 o, equivalentemente si y sélo
si la matriz —f;;@)f@) > 0. Consecuentemente, —flzf)@)f@) > 0 si y sélo si la matriz
{v; 3 +2vrr] } > 0y aKy > 0. Ademds, tenemos que aw es un escalar positivo y
K, > 0, por lo tanto a,Ky > 0. Por otra parte, {v;3; + 2vir;r] } si y sélo si v; > 0

y v, >0, parai=1,...,n.

(iv’) Finalmente, en el paso (iv) (ver subseccién 3.1.5), la concavidad (en 7) de Ly (7, o)
Ly (T, )

<0 (=1,....,d+1.
877077 » para ’ ’ +

es garantizada si y sélo si

Algunos autores que han realizado este tipo de estudio son: Ibacache y Paula (2011) en
los modelos semiparamétricos t-Student, e Ibacache et al. (2013) para la clase de modelos

aditivos semiparamétricos con errores simétricos.

3.1.7. Proceso iterativo

Cuando j = 2y el vector de pardmetros de suavizamiento « es fijo, el procedimiento de

4 pasos descrito en la Subseccion 3.1.5 es equivalente a resolver las siguientes ecuaciones:

oL0.e) o Ll fore o e me) (3.3)
03 of ) f2)
y
8L;(T,a) B
orT B

La solucion a este conjunto de ecuaciones conlleva al siguiente proceso iterativo:
Paso 1 (Algoritmo backfitting)

Sean 8% y 8¢ 1os valores iniciales y actuales de 8, respectivamente (s=0,1,...).
En esta etapa, las ecuaciones actuales para 3, f(1) y f(2), que se obtienen del conjunto
de ecuaciones (3.3), inducen a un algoritmo backfitting interno con ponderaciones

dadas por WES) = UiE;I‘g(S) (Vi=1,...,n), donde la solucién es el limite de la
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Paso 2

iteracion obtenida al repetir ciclicamente las siguientes tres ecuaciones:

s+1,5%+1) _ T (s) (1) p(s+1,5%) (2) p(s+1,5%)
B =D, ZXz W (yi — N; f(l) -N; f(z) ), (3.4)
i=1
+1,8%+1 nT s 2) p(s+1,8*
£ =Dy YO NPTWE (v — X B - NP ) (3.5)
i=1
y
s+1,8*+1 2)T s s+1,s* 1 s+1,s%+1
£5) F=Dy Y NPTWP (v — X B0 NIV ), (3.6)
=1
donde
n -1
D, = {Z ijgs)xi} :
=1
n -1
— WTywrOng» . 91
D, = {;N WIINY 4 nKl}
y
n —1
> {Z NTWIONG 4 —K} ,
=1 n
para s* =0,1,.... En esta etapa, se puede tomar como valores iniciales f((f)+ Lo _ f((f))

y las estimaciones de maxima verosimilitud penalizada del MMV'S bajo distribucién

normal. El conjunto de ecuaciones (3.4)-(3.6) se iteran hasta converger.
(log-verosimilitud penalizada)

s+l +1 s Pls+1,5* s Pls+1,5* .
Sea, 5(s+1) = [3( e gt f((l;rl’ ) y f((2)+1, U Actualizar los

P (1) (2)
parametros 7 maximizando la log-verosimilitud penalizada concentrada L;(T, o) =

Ly(B“Y, f((fjl), f((QS)H), T, ), con respecto a T, esto es,

70 = méx Lo (T, o). (3.7)

De manera andloga a Ibacache et al. (2012), se sugiere utilizar el algoritmo escoring
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de Fisher para resolver la ecuacién (3.7), esto es,

P = 20 [B {tgf}]—l ILy(7, o)

- (3.8)

9(s) ,
donde f;;T es definida en la Subseccion 3.1.3.

Asi, alternando entre los Pasos 1 y 2, se obtienen aproximadamente las estimaciones

de maxima verosimilitud penalizada de 6.

3.2. Inferencia estadistica

En esta seccién se discuten algunos aspectos de la inferencia estadistica en el MMVS.
Primero, se describe un procedimiento para calcular el error estandar aproximado para
los estimadores de maxima verosimilitud penalizada de los pardmetros. Luego, se derivan
bandas de confianza para las funciones no paramétricas. Posteriormente, se propone un
método para estimar los efectos aleatorios. Finalmente, se discute sobre los grados de

libertad y la seleccion de los parametros de suavizamiento.

3.2.1. Error estandar

De acuerdo a lo mencionado en la Subseccion 3.1.4, el error estandar de los estimadores
de maxima verosimilitud penalizada se obtiene a través de la matriz de varianza-covarianza
asintética de 0. Esta ultima, se deriva de la inversa de la matriz de informacién de Fisher
penalizada, considerando la funcion de verosimilitud penalizada como una funcién de
verosimilitud usual. Entonces, la matriz de varianza-covarianza asintética de 0 para el

MMVS toma una estructura diagonal en bloque como sigue:

Z, I: 0
'=\z; 7 o |, (3.9)
0o o0 Z77!
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donde
12 = PP 17Pr (I I@f”zﬁﬁ 12"”*)_1,
I3 = 1ot (z e (a5l 11‘””) -
y
-1
_ Bf* T rBB—17Bf*
- <I§_Ip Ip Ip ) ’
en que
- 4d
Ifﬁ — Z 9i XTE,;lX“
i=1
. “~ 4d " 4d
7Bt _ gZXTEle(l) ngTEle(m)
Z4dglN() -1y
=1 m ' Z
ﬁf*T
) =
. 4d
Y —EN TS X
m
=1
y
Z4dglN<” SOINY oK Z4dglN“) »Nm
- " - "
f
1, = : :

i=1 i=1

Por lo tanto, si se desea realizar inferencia para cada uno de los elementos del vector de

parametros @, las matrices de varianza-covarianza aproximada pueden ser estimadas de
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la siguiente manera:

- N * . * _1
Vaturos(B) = {T0° — TPT 78170 |

0=0

—_

~ -~ *T _ * N
varaprox(f(l)a S 7f(m)) - {I;?:f o IIIDBf II?IB 1216% } 1)0:§

Varapox(T) = Z77! 05 -

3.2.2. Bandas de confianza

En este trabajo de tesis se propone utilizar las bandas de confianza estudiadas por

Wahba (1983) y empleadas posteriormente por Ibacache et al. (2013) en el contexto se-

BO(f;(t:) = f(t:) £ 24/ Vatupon f3 (1),

donde @aproxﬁ(ti) denota la varianza aproximada estimada de ]/”;(ti), parai=1,...,n

miparamétrico; esto es,

yij=1,...,m.

3.2.3. Efectos aleatorios

Uno de los aspectos importantes de los modelos lineales mixtos tiene relaciéon con la
prediccion del vector de efectos aleatorios b;, el cual se asume que sigue una distribucion

eliptica multivariada.

En este trabajo se propone utilizar el método de Bayes empirico para predecir los
efectos aleatorios, siguiendo la misma idea empleada por Laird y Ware (1982) e Ibacahe
et al. (2012) en los modelos lineales mixtos semiparamétricos elipticos. Asi, se tiene que

la distribucién de b;|y; es dada por
bily; ~ £l,(DZ; = 'r;, D — DZ/ ¥ 'Z,D).

Por lo tanto, asumiendo que ¥; es fijo, el estimador empirico de Bayes de b; toma la
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siguiente forma:

o~

b; = E(b,Jy;) = DZ] S, (yi -XB-Y Nz(j)?(j)> , (3.10)
j=1

donde ?(j), E y 21 son los estimadores de maxima verosimilitud penalizada. Por lo tanto,

el vector de efectos aleatorios estimado es dado por b = (BlT7 o ,BZ)T.

Consecuentemente, el valor ajustado para el i-ésimo clister se puede expresar de la

siguiente forma:

i=1

v (Xzﬂ +3 Ngﬂf(j)) + (Im . \%f}f) v;. (3.11)
=1

Note que se puede interpretar de la ecuacién (3.11), que y; corresponde a la media

entre el perfil de la poblacién (XZB + Z Ngj )?(j) y los datos observados y;, con pesos
i=1

~ o~—1 ~
V.3, e <Im - V3, >, respectivamente.

3.3. Seleccién de los parametros de suavizamiento

En el proceso de estimacién e inferencia se consideraron los parametros de suavizamien-
to a,...,ay, fijos para realizar inferencia sobre las funciones f(y), ..., f,). Sin embargo,

en la practica estos parametros deben ser selecccionados a través de algin método.

En el contexto semiparamétrico Green y Silverman (1994) proponen dos maneras de
escoger los parametros de suavizamiento. La primera es considerar una forma libre de
escoger los pardmetros, que generalmente son escogidos después de probar varios valores
para un mismo conjunto de datos y analizando las curvas obtenidas. Una segunda manera
es utilizar algin método automatico en el que los parametros de suavizamiento se obtienen
a través de los datos. Otra manera de seleccionar los parametros, es aplicar el criterio de

Akaike (1973), ver por ejemplo, Rigby y Stasinopoulos (2005).

En esta seccidon se detalla el método automatico de validacién cruzada generalizada
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(Craven y Wahba, 1979) y el criterio de Akaike.

3.3.1. Validacion cruzada generalizada

La validacion cruzada generalizada es uno de los procedimientos automaticos mas
conocidos, y su objetivo es estimar el error de prediccién de un modelo ajustado a los
datos. Bajo el MMVS (cuando j = 2), la expresién del escore de validacién cruzada

generalizada es dada por

ly -1

VCG(e) = (I —nttr {H(a)})?’

(3.12)

donde H(ax) es una matriz tal que y = H(a)y, con y definida en la Subseccién 2.2 y
H(a) = H; + Hy + Hj, en que

n -1 n
H, — {Z NOTW,A,NO ¢ %Kl} {Z Ng”TwiAl} :
n
i=1 i=1
n -1 n
H, = {Z Ngz)TWz‘AZNZ@) + %KQ} {Z NZ@)TwiAQ}
n
i=1 i=1

H; = {iX:(Im _BQ)Xi}_ {ixj(lm —B2)}-

Ademas, las matrices A1, A, v By, respectivamente, estan dadas por

A = {Im ~NPD, Y NEQ)TWZ} ,

i=1

A, = {Im - NYD, ZNEI)TWi} ,
=1

B, — (N N®) ¢t (NI N@))TWZ-,
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en que
oo ; {fgl)TWiNgl) + %Kl} n ; {ngl)TWiNgz)} |
Z {Nz@)TWiNEI)} Z {NZ@)TWiNl@) n %KZ}

i=1 =1
parat=1,....myj=1,2.

La idea de la validacién cruzada generalizada es escoger el vector de parametros a que
minimice el escore VCG(ax). Sin embargo, no se puede garantizar que la funcién escore

VCG(a) tiene un inico minimo, asi que se debe tener cuidado con su minimizacion.

3.3.2. Ciriterio de Akaike

El criterio de Akaike consiste en seleccionar el vector de parametros de suavizamiento

que minimicen la siguiente expresion:

AIC(a) = —2L,(0,a)| _ +2tr {H(a)},
0=6
donde o = (v, 09) T, Lp(a, a) es el logaritmo de la funcién de verosimilitud penalizada

y tr {H(a)} son la cantidad de pardmetros involucrados en el modelo.

3.4. Calidad del ajuste

En esta Seccién se sugieren los graficos de las distancias transformadas para evaluar
el ajuste de los modelos normal y t-Student multivariados. Estos han sido utilizados
previamente por Lange et al. (1989), Borssoi (2014) y de Castro y Galea (2010). En el

caso normal, se tiene que la distancia de Mahalanobis

0i = (yi— 1) 27 (i — 1) (3.13)

sigue una distribucién chi-cuadrado con m grados de libertad, es decir, §; ~ x2,. Anéloga-
< ~TS L ~ S . .,
mente, se puede probar que &; = (y; — fi;)' %, (y; — fi;) también sigue una distribucién

asintética y2,, para i = 1,...,n. Luego, al utilizar la transformacién de Wilson-Hilferty
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se obtienen las siguientes distancias transformadas:

- {Gim) - -2}

: (3.14)
' (2/9)z

d

)

[V]

las cuales siguen una distribucién normal estandar, es decir, d; * ~ N(0, 1).

Para el caso t-Student multivariado, se tiene que F; = i—i sigue una distribucion F,, ..
Ademas, F\z tiene asintéticamente la misma distribucion de F;, para ¢ = 1,...,n. De

manera analoga al caso normal, al aplicar la transformacién Wilson-Hilferty, se obtiene

= (3.15)

que sigue aproximadamente una distribucion normal estandar, es decir, dgﬂ ~ N(0,1),
para ¢t = 1,...,n. Los graficos normales de probabilidad de las distancias transformadas
dEN] y dgt] se pueden utilizar para evaluar la calidad del ajuste de los modelos mixtos

vector spline bajo distribuciones normal y t-Student, respectivamente.
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Capitulo 4
Aplicaciéon

En este capitulo se presenta una aplicacién del modelo mixto vector spline bajo dis-
tribuciones elipticas a un conjunto de datos reales. En la primera seccién, se realiza una
breve descripcion de los datos. Luego, en la segunda y tercera seccion, se propone y ajusta
un modelo no paramétrico bajo distribuciones elipticas para los datos, con el objeto de
introducir el modelo vector spline. Finalmente, en la cuarta seccion, se propone y ajusta

un modelo vector spline.

4.1. Descripcion de los datos

Para la aplicacién se considera un conjunto de datos reales correspondientes a los
fondos de pensiones Chilenos. Estos datos corresponden a la rentabilidad mensual de
los fondos de pensiones de dos AFP, Habitat y Planvital, en el periodo comprendido
entre Enero del 2009 a Diciembre del 2013. Las rentabilidades mensuales de ambas AFP
corresponden al vector de respuestas, y el Indice de Precios Selectivos de Acciones (IPSA)

a la variable explicativa (paramétrica) en el modelo vector spline.

En la Tabla 4.1 se presentan algunas estadisticas descriptivas basicas, tales como:
media, minimo, maximo, percentil 25, mediana, percentil 75 y coeficiente de variacion
para las variables IPSA, AFP’s Habitat y Planvital. Se observa de esta tabla que la media
y mediana de la AFP Habitat son bastante similares, indicando posible simetria en la
distribucién de los datos. Un comportamiento similar se observa con los datos de la AFP
Planvital y la variable IPSA.
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Tabla 4.1: Estadisticas descriptivas para las variables IPSA, AFP Habitat y AFP Planvi-
tal.

Estadistico descriptivo ~ AFP Habitat AFP Planvital  IPSA

Media 0,8777 0,8960 0,0117
Desviacion estandar 0,8598 0,8070 0,0473
Minimo -0,8938 -0,7121 -0,0929
Maximo 2.9761 2.9417 0,1534
Percentil 25 0,2944 0,2389 -0,0230
Mediana 0,7502 0,8612 0,0077
Percentil 75 1,4113 1,4779 0,0429
Coeficiente de Variaciéon 0,9795 0,9007 4,0334

En la Figura 4.1 se presentan los graficos box-plot para cada una de las variables en
estudio. Se observa del grafico izquierdo de la Figura 4.1, que las variables presentan cierto
grado de simetria, confirmando lo mencionado de la Tabla 4.1. Esto mismo se presenta
en el grafico derecho de la Figura 4.1 con la variable IPSA.

Zap 01F

151 005

0ar

0051
06k

£

AFP Provida AFP Santa Maria P!

[

A

Figura 4.1: Box-plot para las variables IPSA, AFP Habitat y Planvital.

En el grafico izquierdo de la Figura 4.2, se muestra el diagrama de dispersion entre
la rentabilidad de la AFP Habitat e IPSA, donde se observa una tendencia lineal en los
datos y consecuentemente, se sugiere incorporar el efecto de la variable IPSA de manera
paramétrica. Por otro lado, el grafico derecho de la Figura 4.2 muestra el comportamiento
de las rentabilidades de la AFP Habitat a través del tiempo, donde se observa una ten-
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dencia no lineal que sugiere incorporar el efecto del tiempo a través de una funciéon no

paramétrica.

35 35

Rentabilidad AFP Habitat
L ]
]
-
L ]
L ]
Rentabilidad AFP Habitat

- 1 1 L L L L 1 L n n L
041 0.08 0 0.os o1 015 02 0 10 20 0 40 50 60

IPSA Tiempo

Figura 4.2: Diagrama de dispersién entre las rentabilidades de la AFP Habitat y el IPSA
(izquierda), y las rentabilidades de la AFP Habitat y el tiempo.

En el grafico izquierdo de la Figura 4.3, se muestra el diagrama de dispersion entre las
rentabilidades de la AFP Planvital y el IPSA, donde se observa una tendencia lineal en
los datos, lo que sugiere incorporar el efecto de la variable IPSA de manera paramétrica.
Por otro lado, el grafico derecho de la Figura 4.3 muestra el comportamiento de las
rentabilidades de la AFP Planvital a través del tiempo, donde se observa una tendencia

no lineal que sugiere cuantificar este efecto a través de una funcién no paramétrica.

35 T T T T T 35

Rentabilidad AFP Planvital
'
L ]
» L ]
-
L ]
Rentabilidad AFP Planvital
L ]
¢
L ]
L ]
L ]
L ]

1 I L L L L L I L L L L
01 008 0 005 o1 015 02 0 1n 20 30 40 a0 =i1)

IPSA Tiempo

Figura 4.3: Diagrama de dispersion entre las rentabilidades de la AFP Planvital y el IPSA
(izquierda), y las rentabilidades de la AFP Habitat y el tiempo.
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4.2. Modelo no paramétrico para AFP Habitat

Inicialmente se propone ajustar el siguiente modelo no paramétrico a los datos de la
AFP Habitat:

yi = i3+ f(t:) + &, (4.1)

donde y; denota el valor observado de la rentabilidad de la AFP Habitat en el tiempo
t;, x; denota la rentabilidad del IPSA en el mismo periodo, B es el parametro asociado
al coeficiente de regresion que determina el incremento en el valor de la rentabilidad
AFP Habitat cuando el IPSA aumenta en una unidad, f(-) es una funcién arbitraria que
depende del tiempo, y &; es un error aleatorio (i = 1,...,60). El modelo (4.1) puede ser

expresado vectorialmente de la siguiente forma:

y = X8 + Nf + €,

en que y es un vector (60 x 1) de respuestas observadas, X es un vector (60 x 1) cuyos
elementos corresponden a los valores de la variable explicativa x, N es una matriz de
incidencia (60 x 60) que, en este caso, es igual a la matriz identidad, f es un vector
(60 x 1) cuyos componentes corresponden a la evaluacién funcional de f(-) en los valores
de la variable explicativa t que pertenecen al conjunto {t; = 1,t =2,...,tgo = 60}, y €

representa un vector (60 x 1) de errores aleatorios.

En este caso, se asume que el valor observado de la rentabilidad en el tiempo ¢; (i =

1,...,60) sigue una distribucién eliptica, es decir

yi ~ EL(z:B + f(L:), 9).

De esta manera, el vector de pardmetros que debe ser estimado es @ = (3,f",¢)". Con el
objeto de comparar las estimaciones de maxima verosimilitud penalizada, se consideran

las distribuciones normal y t-Student.

El parametro de suavizamiento « fue escogido a través del método de validacion cru-
zada generalizada para ambos modelos. Se escogieron v = 5 grados de libertad para
asegurar la existencia de los cuatros primeros momentos en la distribucién t-Student. El

error estandar de los estimadores del vector de parametros 0 fueron estimados a través de
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la matriz de informacion de Fisher penalizada. Estos resultados se presentan en la Tabla
4.2.

Tabla 4.2: Estimaciones de méxima verosimilitud penalizada, error estdndar (e.e) y

L,,(@, @), para los modelos normal y t-Student con v = 5 grados de libertad ajustados a
los datos de la AFP Habitat.

normal t-Student
Pardmetro estimaciéon  e.e Lp(a, @) estimacién e.e Lp(/O\, Q)
B 3,3390 4,7336 -67,4754 2,9949 11,3014 -69,0308
& 05478 0,01 0,4098 0,009
« 11134 1113,4

Se nota de la Tabla 4.2, que los parametros de pendiente y escala son diferentes en las
estimaciones de los modelos ajustados, y que el error estandar de QAﬁ es mas pequeno en el

modelo t-Student que en el normal. Lo contrario ocurre con el error estandar de B

Debido a la dimensién alta de f en ambos modelos, las estimaciones de maxima ve-
rosimilitud penalizada y error estandar son presentadas mediante un grafico de ajuste y
bandas de confianza, en las Figuras 4.4 y 4.5, respectivamente. Los gréaficos de la Figura
4.5 exhiben la curva estimada y sus correspondientes bandas de confianza bajo ambos
modelos. A través de estos graficos, se observa que el ajuste del modelo normal parece ser
mas adecuado.

Rentabilidad AFP Habitat
Rentabilidad AFP Habitat

] 0 g3 e i ] T ] 0 g3 e i ] T
Tiempo Tiempo

Figura 4.4: Graficos del ajuste no paramétrico a los datos de la AFP Habitat bajo los
modelos normal y t-Student con v = 5 grados de libertad, respectivamente.
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Figura 4.5: Gréficos de la curva estimada y sus bandas de confianza bajo los modelos
normal y t-Student con v = 5 grados de libertad, respectivamente.

Para evaluar el ajuste de los modelos normal y t-Student, se construyeron los graficos
de distancias transformadas sugeridas en la Seccion 3.4, para el caso univariado. Basados
en los valores Lp(a, a) de la Tabla 4.2 y los graficos normales de probabilidad de las
distancias transformadas presentadas en la Figura 4.6, no hay certeza de que un modelo
sea mas adecuado que el otro.

5]
X
®

%

~
i o ® L
o L]

Distancias modificadas
Distancias modificadas

Figura 4.6: Graficos normales de probabilidad para las distancias transformadas, bajo los
modelos normal y t-Student con v = 5 grados de libertad ajustados a los datos de la AFP
Habitat.
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4.3. Modelo no paramétrico para AFP Planvital

Inicialmente se propone ajustar el siguiente modelo no paramétrico a los datos de la
AFP Planvital:

yi = i3+ f(t:) + &, (4.2)

donde y; denota el valor observado de la rentabilidad de la AFP Planvital en el tiempo
t;, r; denota la rentabilidad del IPSA en el mismo periodo, 3 es el parametro asociado al
coeficiente de regresion que determina el incremento en el valor de la rentabilidad AFP
Planvital cuando el IPSA aumenta en una unidad, f(-) es una funcién arbitraria que
depende del tiempo, y &; es un error aleatorio (i = 1,...,60). El modelo (4.2) puede ser

expresado vectorialmente de la siguiente forma:

y = X8 + Nf + €,

en que y es un vector (60 x 1) de respuestas observadas, X es un vector (60 x 1) cuyos
elementos corresponden a los valores de la variable explicativa x, N es una matriz de
incidencia (60 x 60) que, en este caso, es igual a la matriz identidad, f es un vector
(60 x 1) cuyos componentes corresponden a la evaluacién funcional de f(-) en los valores
de la variable explicativa t que pertenecen al conjunto {t; = 1,t =2,...,tgo = 60}, y €

representa un vector (60 x 1) de errores aleatorios.

En este caso, se asume que el valor observado de la rentabilidad en el tiempo ¢; (i =

1,...,60) sigue una distribucién eliptica, es decir

yi ~ EL(z:B + f(L:), 9).

De manera andloga a la Seccién 4.2, el vector de parametros que debe ser estimado es
0 = (B,f7,¢)". Con el objeto de comparar las estimaciones de maxima verosimilitud

penalizada, se consideran las distribuciones normal y t-Student.

El parametro de suavizamiento « fue escogido a través del método de validacion cru-
zada generalizada. Se escogieron v = 5 grados de libertad para asegurar la existencia de
los cuatros primeros momentos en la distribucion t-Student. El error estandar de los esti-

madores del vector de pardmetros 0 fueron estimados a través de la matriz de Informacion
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de Fisher penalizada. Estos resultados se presentan en la Tabla 4.3.

Tabla 4.3: Estimaciones de mdaxima verosimilitud penalizada, error estdndar (e.e) y

Lp(a, @), para los modelos normal y t-Student con v = 5 grados de libertad ajustados a
los datos de la AFP Planvital.

normal t-Student
Pardmetro estimacién  e.e Lp(/é, @) estimacién e.e Lp(a, Q)
B 3,2588 42715 -66,3547 3,1230 10,4287 -68,3316
& 0,5306  0,0094 0,4080  0,0089
o 33449 33449

Se nota de la Tabla 4.3, que los parametros de pendiente y escala son diferentes en las
estimaciones de los modelos ajustados, y que el error estandar de (E es mas pequeno en el

modelo t-Student que en el normal. Lo contrario ocurre con el error estandar de B

Debido a la dimensién alta de f en ambos modelos, las estimaciones de maxima ve-
rosimilitud penalizada y error estandar son presentadas mediante un gréafico de ajuste y
bandas de confianza, en las Figuras 4.7 y 4.8, respectivamente. Los gréaficos de la Figura
4.8 exhiben la curva estimada y sus correspondientes bandas de confianza bajo ambos
modelos. A través de estos graficos, se observa que el ajuste del modelo normal parece ser

mas adecuado.

Rentabilidad AFP Habitat
Rentabilidad AFP Habitat

o 10 20 30 40 50 B0 o 10 20 30 40 50 B0
Tiempo Tiempo

Figura 4.7: Gréficos del ajuste no paramétrico a los datos de la AFP Habitat bajo los
modelos normal y t-Student con v = 5 grados de libertad, respectivamente.
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R

Figura 4.8: Gréficos de la curva estimada y sus bandas de confianza bajo los modelos
normal y t-Student con v = 5 grados de libertad, respectivamente.

De manera analoga a la Subsecciéon 4.2.1, se construyeron los graficos de distancias
transformadas para los modelos normal y t-Student. Basados en los valores Lp(a, a) de
la Tabla 4.3 y los graficos normales de probabilidad de las distancias transformadas pre-
sentadas en la Figura 4.9, existe un grado de certeza de que el modelo normal es més

adecuado.

Distancias modificadas
Distancias modificadas

Figura 4.9: Graficos normales de probabilidad para las distancias transformadas, bajo los
modelos normal y t-Student con v = 5 grados de libertad ajustados a los datos de la AFP
Planvital.
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4.4. Modelo vector spline

En esta seccion, se propone un modelo que permite analizar de manera conjunta los
modelos propuestos en las Secciones 4.2 y 4.3, es decir, se propone ajustar el siguiente

modelo vector spline:

yij = xifB + fi(t) + €ij, (4.3)

donde y;; denota la j-ésima rentabilidad de AFP asociada a la i-ésima rentabilidad del
IPSA en el periodo t;, x; denota la rentabilidad del IPSA en el mismo periodo, 3 es el
parametro asociado al coeficiente de regresion que determina el incremento en el valor de
rentabilidad de la AFP cuando el IPSA aumenta en una unidad, f; es la j-ésima funcién

arbitraria que depende del tiempo ¢;, y €;; es un error aleatorio (i =1,...,60y j =1,2).

El modelo (4.3) puede ser expresado de la siguiente forma

yi = XiB+ NY o) + NP fo) + &5, (4.4)

donde y; es un vector (2 x 1) que contiene las respuestas observadas de la i-ésima ren-
tabilidad de las AFP, X, = 1z;, Ngl) y Nl@) son matrices de incidencia (2 x 60), £y y
f(2) son vectores (60 x 1) cuyas componentes son la funciones evaluadas en los valores del
tiempo en el conjunto {t; = 1,1 =2,...,t6 = 60} y &; es un vector (2 x 1) de errores
aleatorios. En este caso, se supone que el valor observado de la rentabilidad en el tiempo

t; (i=1,...,60) sigue una distribucién eliptica multivariada, es decir

yi ~ EL(XiB+ N fo) + NP fio), 6 Taa).

De esta manera, el vector de parametros que debe ser estimado es 8 = (3, f(Tl), f(TZ), P)T.
Con el objeto de comparar las estimaciones de méaxima verosimilitud penalizada, se con-

sideran las distribuciones normal y t-Student multivariadas.

Los pardametros de suavizamiento que se utilizan en el modelo vector spline, son los
considerados en las Secciones 4.1 y 4.2, es decir, a; = 1113,4 y @y = 33.449. En tanto
a los grados de libertad de la distribucion t-Student multivariada, se consideré v = 5
para asegurar la existencia de los primeros cuatros momentos. El error estandar de los
estimadores de coeficientes de regresién, funciones no paramétricas y del parametro de
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escala, se estimaron a través de la matriz de informacion de Fisher penalizada. Estos
resultados se presentan en la Tabla 4.4, sin embargo, debido a la alta dimension de las

funciones no paramétricas, sus estimaciones y error estandar se muestran posteriormente.

Tabla 4.4: Estimaciones de mdaxima verosimilitud penalizada, error estandar (e.e) y

L,,(@, @) , para los modelos normal y t-Student multivariados con v = 5 grados de li-
bertad ajustados a los datos de las AFP.

normal t-Student
Pardmetro estimaciéon  e.e Lp(a, Q) estimaciéon  e.e L,,(@, Q)
6] 3,2976 2,2471 -134,4634 2,9329 2,2190 -118,6132
[0) 0,5392 0,0048 0,4190 0,0051

Se nota de la Tabla 4.4, que los parametros de pendiente y escala son diferentes en las
estimaciones de los modelos ajustados, y que el error estandar de 5 es mas pequeno en el

modelo normal que en el t-Student. El caso contrario ocurre con el error estandar de B

Los graficos del ajuste de las funciones no paramétricas para el modelo normal se
presentan en la Figura 4.10. En tanto al ajuste de las funciones no paramétricas del
modelo t-Student, se exhiben en la Figura 4.11. En ambos casos, se observa que el ajuste
del modelo vector spline seria adecuado.

Rentabilidad AFP Habitat
Rentabilidad AFP Planvital

L " L L L L L L *, L L L R L " L L L L L L L L L L
5 10 15 20 25 30 35 40 45 50 55 6O 5 10 15 20 25 30 35 40 45 50 55 6O

Tiempo Tiempo

Figura 4.10: Graficos de los ajustes no paramétricos a los datos de las AFP Habitat y
Planvital bajo el modelo normal multivariado, respectivamente.
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Figura 4.11: Graficos de los ajustes no paramétricos a los datos de las AFP Habitat y
Planvital bajo el modelo t-Student multivariado con v = 5 grados de libertad, respecti-
vamente.

En la Figuras 4.12 y 4.13 se presentan los graficos de bandas de confianza para las
funciones no paramétricas correspondientes a los modelos normal y t-Student multivaria-
dos, respectivamente. Al comparar los graficos izquierdos de ambas figuras, se observa que
las amplitudes de las bandas de confianza son mas pequenas en el modelo normal que en
t-Student, y en que los extremos tienen una mayor amplitud debido a la dispersién de los
datos. Esto ultimo, se repite al comparar los graficos derechos de ambas figuras.

Figura 4.12: Graficos de la curva estimada y sus bandas de confianza en los datos de las
AFP Habitat y Planvital bajo el modelo normal multivariado, respectivamente.
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Figura 4.13: Graficos de las bandas de confianza de la funciones no paramétricas a los
datos AFP Habitat y Planvital, sobre el modelo t-Student con v = 5 grados de libertad.

Basados en los valores Lp(b\, a) de la Tabla 4.4 y los gréficos de las distancias trans-

formadas presentadas en la Figura 4.14, tenemos que el modelo normal parece presentar

un ajuste mas adecuado en relacién al modelo t-Student con v = 5 grados de libertad.

Distancias modificadas

Distancias modificadas

Figura 4.14: Gréficos normales de probabilidad para las distancias transformadas, bajo
los modelos normal y t-Student con v = 5 grados de libertad ajustados a los datos de las

AFP.

Isaac Cortes Olmos

Universidad de Valparaiso, Chile



o6

[saac Cortes Olmos Universidad de Valparaiso, Chile



Capitulo 5
Conclusiones

En este trabajo de tesis se desarrollaron varios aspectos del proceso de estimacién e
inferencia estadistica para el MMVS bajo distribuciones elipticas. A continuacion presen-

tamos los principales resultados y conclusiones.

= En el Capitulo, 2 se presenté el MMVS en la clase de distribuciones elipticas de
contornos elipticos, asumiendo que el vector de respuestas, vector de efectos aleato-
rios y el vector de errores aleatorios de cada clister sigue una distribucién conjunta
eliptica. Luego, se derivo la distribucion marginal del vector de respuestas y su
correspondiente funcién de densidad, permitiendo obtener una expresion analitica

para la funcién de log-verosimilitud penalizada (ecuacién 2.17).

= En el Capitulo 3, se derivo la funcion escore penalizada, las matrices de segun-
das derivadas e Informacién de Fisher penalizadas a partir de la funcion de log-
verosimilitud penalizada. Ademas, se llevo a cabo un estudio de la concavidad de la
funcion de log-verosimilitud penalizada y un procedimiento que a través de maxi-
mizaciones sucesivas sobre la misma funcion se obtienen los EMVP. A partir de este
procedimiento, se derivé un proceso iterativo escoring de Fisher y backfitting para
estimar los componentes de varianza y fijos (coeficientes de regresién y funciones
no paramétricas) del MMVS, respectivamente. Luego, se propuso estimar el error
estandar de los EMVP mediante la matriz de informacién de Fisher penalizada y
construir bandas de confianza para las funciones no paramétricas. También, fue su-
gerido el estimador empirico de Bayes para la prediccion de los efectos aleatorios.

Finalmente, se propusieron dos métodos para escoger los parametros de suaviza-
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miento y graficos de distancias modificadas para evaluar la calidad del ajuste del

MMVS bajo errores normal y t-Student.

= En el Capitulo 4 se present6 una aplicacion con datos reales para ilustrar la aplicabi-
lidad del MMVS. Estos datos corresponden a la rentabilidad mensual de los fondos
de pensiones de las AFP Habitat y Planvital, y el Indice de Precios Selectivos de
Acciones (IPSA). Se ajustaron los modelos normal y t-Student con v = 5 grados de

libertad y se observd que en ambos casos el ajuste es similar.

» Es importante mencionar que el proceso iterativo basado en el método de méaxima
verosimilitud penalizada desarrollado para estimar los coeficientes de regresion, fun-
ciones no paramétricas y componentes de varianza en el MMVS fue implementado

en el software Matlab.

= Finalmente, a través del estudio del MMVS bajo distribuciones elipticas, observa-
mos que esta clase de modelos permiten analizar datos de experimentos relacionados
a fendmenos en que es preciso modelar la dependencia de medidas entre unidades
muestrales, modelar los efectos de las covariables que contribuyen de manera pa-
ramétrica y no paramétrica sobre la variable de respuesta, y extender el modelado

a otras distribuciones elipticas ademas de la normal.

5.1. Trabajos futuros

Una primera perspectiva de trabajo futuro es extender el modelo propuesto en esta
tesis, en el sentido de incorporar una estructura de covarianza para los errores aleatorios
que tenga en consideracién la dependencia en el tiempo de las observaciones. Por ejem-
plo, considerar una estructura autoregresiva de orden uno, AR(1), o una estructura de

equicorrelacion, segun sea el caso.

Otra perspectiva de trabajo futuro es extender el modelo propuesto asumiendo que
los errores aleatorios siguen una distribucién asimétrica, por ejemplo, las distribuciones

t-skew y normal-skew.

[saac Cortes Olmos Universidad de Valparaiso, Chile



Apéndice A

Derivadas de la log-verosimilitud

penalizada

En este apéndice se presentan los detalles de los calculos de primera y segunda orden
del logaritmo de la funciéon de verosimilitud penalizada en el modelo mixto vector spline
bajo distribuciones elipticas. Estos cdlculos requieren algunos resultados de algebra y dife-
renciacién de matrices que pueden ser encontrados, por ejemplo, en Magnus y Neudecker
(1988).

A.1. Derivadas de primer orden

En el modelo mixto vector spline bajo distribuciones elipticas (2.2) el logaritmo de la

funcién de verosimilitud penalizada es dada por

Ly(8,a) = Ly(6, ), (A.1)
=1
en que
1 m
Ly (8, 0) = Li(0) = — > ofi Kyfy, (A.2)
j=1

con L;(@) definida por la ecuacién (2.10) y 8 = (87, f(Tl)7 . ,fJn), 7). Al utilizar resul-
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tados de diferenciacién de matrices tenemos que,

0L, (0, ) _ Zn: 0L,.(0, o)

20 0 (A.3)

i=1
Al derivar (A.2) con relacién a B, f(;) y T, respectivamente, tenemos que

0L, (0,c)  OLi(0)
o8 9P
_ dlog g(d:)
op (A.4)
_g(6) or] B
~g(6) 9B

Ty —1

0L, (0,c)  OLi(0) o Ol Kfy)
of; Oy ( 2n Of)
dlog g(0; a;
= on, ) _ — Kt
A or] X'
-~ og(o)  of,
= =26, (5N TS - UK

)

Qi
n it
= /UlNEJ)TZ]Z_II'Z — &Kjf(J), j = 1, o,y
n

OL,.(0,a)  OL;(6)

aTg 87’5

_ 10log|%;] N log g(6:)

n 2 aTg 8’7’g

__1 ~1y 0% A6
= —5 {80} + ¢ (8)r; Gl (A.6)
0%,

8’7'[ EZ ti

1 . )
= —5 [{=E(0)} o] zglzi(e)zglri] ,

= —%tr{zi_lzi(g)} = Gol0)r; 7!
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donde r; = y; — X;08 — ZNZ(»j)f(j), v; = —2(4(0;), con (G(6;) = *‘;l((ii)), y denotando

j=1
() = 0%;/01, para £ = 1,...,d + 1. Note que los resultados (A.4), (A.5) y (A.6), son

de dimensién (p x 1), (n x 1) y (d* x 1), respectivamente.

A.2. Derivadas de segundo orden

Al utilizar resultados de diferenciacion de matrices, se tiene que la matriz de segundas

derivadas en relacién a @ estd dada por:

OLy(6) _ 5~ OLn(0.cx) (A7)

00007 90007

=1

Asi, al utilizar la notacién 0%; /01, = ¥;(¢), y derivar (A.4) con relacién a 3, fi) vy

T, respectivamente, tenemos que las matrices de derivadas parciales son dadas por

9L, (0,a) O (X2 v

0BoB" 08"
_ ari 81)@-
- X7 g uen ]

or; ov; 09;
[87 v T&aﬁT}
=X/ 37" [uiX; 4+ 2vrr] 71X
=X/ = {vZ + 20 } 27X,

=X/

(2

0*Ly(0,) 0 [X]Z7 rv)]
T - T
0Bof;, ot )

=X/

)

8ri Ty 3Ui ]
T Vi T oo
ot ot

=X/ [ 5N — 0N |

)

7

— =Xz [N 4 2r0e] =N

=-X/x! {UiEi + 2U§rir:} Z;INZ@, j=1,...,m,
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0Ly, (0,) O [XTE] viry]

8,8377 n (()Tg

O [tr{r/=;'r;}]
8’7‘@

= -X/Z' (0% o + X[ 271

[

= =X 15(0)%  uir; — XS x5 (0) %

(2

= —XZ-TZZ-_1 {UZ-Ei + U;I‘ir;r} E;lﬁli(é)ﬁli_lri, (=1,...,d+1.

De la misma manera, al derivar (A.5) con relacién a B, f(;) y T, respectivamente,
tenemos que las matrices de segundas derivadas parciales, paraj =1,...,m,k=1,...,m,

(=1,...,d+ 1, son dadas por

0L, (6,0) 9 :Uz‘Nﬁj)Tzflri - %Kjf(j)]
of ;08" o8’
0 [NV T3
g — aﬁ_l_
0 _Ngj)TEi_lrivi}
g — a]g—r
_ N(j)TE-_l |: 8ri v; + I‘%:|
C 57 LT A

S D S [0 X; + 2rvi'r] 7'X;]
= —NEJ)TE;I [0121 + 21}7,;1'1‘1'2—} Ei_lXi,

L, 0,00 O NTTE ] ) plake,)]

T o T T
Ot 0%, i) no ok
— NOTS {03+ 2] } NG - YK
7 (2 (2 (2 (2 n

(2
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O, 0L, ot
. . . aU,
NVt T, NO Ty, 90
3f(£) (9f(£)

~NYTSANWy, — oNP TS o] SN
= —N@TZZ-_1 {UZE?; + QUZ{rZ-rZ-T} Ei_lNEk),para Jj #k,

y
(NTs-1
%Ly, (0,0) 0 |N;" % rivz}
8f(j)aTg N 0Ty
Ty-1
i i i i Vitd i i Y aTe i
— NS (0 o - NO TS e[ S8 (02 !
=Ny {03 +virr] } T8 (0Z .
Por ultimo, al utilizar la notacién v} = gg:, X, /0701, = 34((, ), v derivar (A.6)
con relacion a 3, f(;) y T, respectivamente, paray=1,...,d+1, ¢ =1,...,d+1, tenemos

los siguientes resultados:

0L, .
9L, . |
= SIS (OST 0 + vy }ETINY
8Tgaf(J) T 4 ( ) ) {U + v,r;r; } i ;

57 SO0 - By}

1 . . ..
— §I'TE‘71 {Ez(j)2;1 (Ugrirjzjl + 2UiIm) ZZ(Z) + Uzzz(g,j)} E;lri.
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Apéndice B

Datos de las AFP

Tabla B.1: Rentabilidades mensuales de los fondos de pensiones de las AFP Habitat y
Planvital, y el Indice de precios selectivos de acciones (IPSA) en el periodo comprendido
entre Enero del 2009 a Junio del 2010.

AFP Habitat AFP Planvital IPSA

~+
S

1 0,783 1,0614 0,0303
2 2,9761 2,9417 0,0606
3 1,8714 1,7194 0,0838
4 2,3228 2,208 0,0088
5 2,719 2,4601 -0,0449
6 1,9465 1,7866 0,1208
7 1,7242 1,9363 0,0079
8 -0,3647 10,4174 -0,0056
9 1,1298 1,1656 -0,0239
10 -0,1936 -0,2038 0,0035
11 0,8441 1,1569 0,0716
12 1,8672 1,9278 0,0633
13 1,6862 1,7121 0,0232
14 1,3115 1,4919 -0,0392
15 0,0064 0,052 0,0213
16 0,3568 0,112 -0,0485
17 0,2866 0,0497 0,0457
18 1,326 1,4360 10,0138
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Tabla B.2: Rentabilidades mensuales de los fondos de pensiones de las AFP Habitat y
Planvital, y el Indice de precios selectivos de acciones (IPSA) en el periodo comprendido

entre Julio del 2010 a Diciembre del 2012.

t;

AFP Habitat

AFP Planvital

IPSA

19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48

1,2703
0,5606
0,7910
-0,3966
1,0865
0,6458
1,4436
1,379
0,6119
0,0052
1,8803
1,3447
0,6912
0,154
0,1855
0,6317
1,2562
0,2335
0,6669
0,3516
1,1879
0,7094
0,2835
-0,1248
-0,8938
0,4539
1,2499
-0,6257
0,8133
0,5762

1,3810
0,6301
0,8117
10,5123
1,0078
0,718
1,5067
1,2791
0,3709
-0,0804
1,9581
1,458
0,8791
0,218
0,1125
0,7833
1,1753
0,2597
0,7037
0,5304
1,0946
0,7343
0,3528
0,0598
-0,1349
1,0819
1,7841
-0,3561
0,6141
0,1505

-0,0306
0,0452
-0,0121
-0,0442
0,0243
-0,002
0,0498
-0,0371
-0,0309
0,0407
0,0928
-0,0323
0,0274
0,0317
-0,0877
-0,0076
0,0626
-0,0075
-0,0254
-0,0075
0,0167
-0,0222
-0,0335
-0,0616
0,0075
-0,0165
-0,0929
0,0336
0,0019
0,0413
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Tabla B.3: Rentabilidades mensuales de los fondos de pensiones de las AFP Habitat y
Planvital, y el Indice de precios selectivos de acciones (IPSA) en el periodo comprendido
entre Enero del 2013 a Diciembre del 2013.

t;

AFP Habitat

AFP Planvital

IPSA

49
50
51
52
o3
o4
95
56
57
58
59
60

1,6901
0,4069
0,6893
1,1278
2,6802

1,868

0,3469
1,5341
0,3022
1,7439

-0,7839
0,1493

1,4342
0,6660
0,8819
0,8433
92,1417
1,6572
0,2701
1,3618
0,3001
1,6349

0,7121
0,0249

0,002
0,0129
-0,0057
0,1534
0,0576
-0,0023
0,0759
0,0365
0,0444
0,0597
0,038
0,0181
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