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Resumen

Una caracteristica de los tumores cerebrales es la presencia del biomarcador genético O6-Metilguanina-
DNA-Metiltransferasa (MGMT), el cual es un indicador que, en el caso de estar presente apunta a
un eventual mejor prondstico, debido a su asociacién con una respuesta favorable a la quimioter-
apia. Actualmente, la tinica forma de detectar su presencia es mediante un procedimiento invasivo
de biopsia cerebral. El objetivo de este estudio es desarrollar una metodologia de radiémica basada
en mineria de datos, para la identificacién y evaluacién de biomarcadores de tumores cerebrales
en imagenes de resonancia magnética. Para lograr este objetivo, se utilizaron imagenes de res-
onancia magnética a las cuales se les aplicé una maéscara de segmentacién, para luego a partir
de éstas, extraer variables. Una vez realizada esta etapa, se emplearon técnicas de seleccion de
variables como LASSO, backward selection, forward selection, stepwise, Fisher-score y recursive
feature elimination, para finalmente utilizar seis modelos de machine learning: Logistic Regression,
Random Forest, XGBoost, Support Vector Machine, Gradient Boost y CatBoost. El modelo de
clasificacién que obtuvo los mejores resultados fue Logistic Regression, utilizando la técnica de se-
leccion LASSO. En el anélisis de shap values, se identificaron tres variables de mayor importancia,
una variable de secuencia T1CE relacionada a la textura, una variable de la secuencia FLAIR del
tipo de estadisticas de primer orden y una variable de la secuencia T1 del tipo de estadisticas de
primer orden.
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Chapter 1

Introduccion

En Chile la mortalidad causada por presencia de “tumor maligno de las meninges, encéfalo y de
otras partes del sistema nervioso central” fue de 2.6 por cada 100.000 habitantes durante el afio
2013, siendo la segunda causa de mortalidad infantil por cancer, luego de la leucemia, con una
mortalidad de 0.6 por cada 100.000 habitantes (Contreras, 2017). En USA son diagnosticados
entre 30.000 a 35.000 tumores cerebrales primarios cada ano, siendo el méds comin el glioblastoma
multiforme. El prondstico general y la supervivencia de los pacientes con este diagndstico es desfa-
vorable, con una tasa de supervivencia global a 5 anos del 20% (Newton, 2016).

Los tumores cerebrales pueden ser divididos en 2 grandes grupos:
e Lesiones primarias, que se originan a partir de las células del sistema nervioso central, y

e Lesiones secundarias, que se originan en otros lugares del cuerpo y producen metéastasis en el
cerebro.

Dentro de los tumores primarios méas comunes estan el meningioma y el glioblastoma, y los
tumores primarios a su vez se pueden clasificar en I y II como “bajo grado”, y en III y IV como de
“alto grado” (Contreras, 2017).

Existe un biomarcador genético, que es la metilacién del promotor de O6-Metilguanina-DNA-
Metiltransferasa (MGMT), que al estar metilado es signo de mejor prondstico, ya que se asocia a un
indicador de buena respuesta a la quimioterapia (Suh et al., 2018). Una desventaja que presenta el
diagnoéstico, para confirmarlo es necesaria realizar una biopsia, procedimiento invasivo no exento de
complicaciones. Por otro lado, el diagndstico puede ser influenciado por la heterogeneidad temporal
y espacial del tumor, reduciendo el valor diagndstico (Suh et al., 2018).

La rapidez de diagndstico y su precision dependen de la experiencia del radidlogo o neuror-
radidlogo (Soltaninejad et al., 2018), sin embargo también implica algunos inconvenientes para
ellos, ya que se generan una gran cantidad de datos. Por otro lado, en la actualidad cada vez se
realizan més examenes imagenolégicos, lo que se traduce en un aumento de su carga laboral.

En el dltimo tiempo se ha desarrollado la radiémica, que consiste en describir un amplio con-
junto de métodos computacionales que extraen caracteristicas cuantitativas a partir de las imégenes
médicas. Estas caracteristicas se pueden utilizar para mejorar el diagndstico por imdagenes, el
prondstico y la respuesta a la terapia oncolédgica (Zhou et al., 2018).



El Instituto Nacional de la Salud de Estados Unidos (National Institutes of Health (NIH))
establecié la definicién de biomarcador como aquellas caracteristicas bioldgicas, bioquimicas, fi-
siolégicas, antropométricas, etc., objetivamente medibles, capaces de identificar procesos fisiolégicos
o patoldgicos, o bien una respuesta farmacoldgica a una intervencién terapéutica (Torres Cour-
choud & Pérez Calvo, 2016). Existen diferentes tipos de biomarcadores: diagnésticos, prondsticos,
o terapéuticos. El biomarcador ideal debe ser especifico, sensible, predictivo, rapido y econdémico,
estable in vivo e in vitro, no invasivo, y que tenga suficiente relevancia preclinica y clinica como
para modificar las decisiones relativas al proceso patoldgico en que se aplica (Torres Courchoud &
Pérez Calvo, 2016).

Algunos ejemplos de biomarcadores son la proteina C reactiva como marcador de isquemia in-
testinal, el antigeno prostatico especifico para cancer de préstata, cal9-9 para cancer de pancreas y
vesicula biliar, receptores de somatostatina para tumores neuroendocrinos de pancreas o gastricos,
y el MGMT como marcador de metilacién de tumor cerebral (del Cancer, 2022).

Existe entonces la necesidad de mejorar los procedimientos de obtencién de biomarcadores no
invasivos, como en este caso la deteccion de la metilacion del promotor de MGMT, ya que se obtiene
de manera de invasiva, por lo cual se podria hacer uso de imagenes de resonancia magnética y de
esta forma obtener nuevos biomarcadores, para asi utilizarse para la prediccién del biomarcador de
la metilacién del promotor de MGMT.

Por lo tanto, a partir de lo anteriormente mencionado establecemos la siguiente pregunta de
investigacién: ;es posible desarrollar una metodologia de radiémica basada en mineria de datos
para identificar y evaluar biomarcadores de tumores cerebrales en resonancias magnéticas?.

1.1 Objetivos

El objetivo general de esta Tesis sigue a continuacion.

Objetivo General: Identificar el biomarcador genético O6-Metilguanina-DNA-Metiltransferasa
(MGMT) de tumor cerebral a partir de imagenes de resonancia magnética mediante una metodologia
que involucra radiémica y aprendizaje automatico explicable.

Los objetivos especificos de la Tesis son los siguientes:

Objetivos especificos:

1. Extraer caracteristicas a partir de imagenes de resonancia magnética del cerebro, mediante
la utilizacién de métodos de procesamiento de imagenes.

2. Identificar biomarcadores genéticos de tumores cerebrales que se encuentren presentes en
imagenes de resonancia magnética, mediante la aplicacién de técnicas de aprendizaje au-
tomadtico.

3. Investigar e incorporar elementos de explicabilidad en modelo de aprendizaje automatico,
para la identificacion de biomarcadores genéticos en tumores cerebrales, mediante el uso de
imagenes de resonancia magnética.



Chapter 2

Marco Conceptual

2.1 Cancer Cerebral

El glioblastoma, también conocido como glioblastoma multiforme (GBM), se origina en las células
gliales y ependimarias, que son el tipo de células de soporte del tejido cerebrales. Estas células
gliales son responsables de mantener la estructura y el funcionamiento normal del cerebro. E1 GBM
corresponde al subtipo histolégico de mayor malignidad (grado IV) y representa més del 80 % de
ellos (Dolecek et al., 2012).

El GBM tiene, por caracteristicas histolégicas, el presentar una necrosis, proliferacién vascular
o ambos, también con un incremento en la celularidad y pleomorfismo (Louis et al., 2007). Uno
de los principales problemas del GBM, es que su tasa de incidencia es varia entre 0,59 y 3,69 por
100.000 personas y la sobrevida a 5 anos se mantiene en 5%, a pesar de los avances en su tratamiento
durante las dltimas décadas (Ostrom et al., 2015).

2.1.1 Gen O6-metilguanina-ADN-metiltransferasa (MGMT)

Es importante considerar en el GBM, la metilacién del promotor del gen O6-metilguanina-ADN-
metiltransferasa (MGMT). Este gen se encuentra en la banda cromosémica 1026 y es responsable
de la produccién de una enzima reparativa del ADN que elimina los grupos alquilos de la posicién
06 de la guanina, evitando el emparejamiento incorrecto de bases y la muerte celular. La pres-
encia de la enzima MGMT esta relacionada con la proteccién de las células normales contra la
carcinogénesis y también contra el efecto letal de la quimioterapia con agentes alquilantes (Pegg,
2000)

La expresion de MGMT estd mediada por la metilacién de su promotor, cuando existe una
metilacién aberrante de las citocinas de estos dinucleétidos, se puede dar un silenciamiento de
manera parcial o total del gen, por lo cual se desarrolla una disminucién o ausencia de la proteina
MGMT, esto podria explicar la mayor susceptibilidad a la quimioterapia que presentard el GBM
(Hegi et al., 2005). Los tumores de GBM metilados se encuentran entre 33% y 60% de los pacientes,
dependiendo del estudio y del método utilizado (Quillien et al., 2012).

Para lograr una identificacién del estado de MGMT, se requiere realizar en primera instancia,
una biopsia invasiva del GBM, para posteriormente determinar por medio del nivel de ADN la
metilacién del promotor. También por medio del nivel de ARN mediante PCR de transcripcién
inversa (RT-PCR), o con el nivel de proteina mediante inmunohistoquimica (IHC) (Quillien et al.,



2012). Existe otra técnica, llamada pirosecuenciacién (PSQ), que ha demostrado tener una buena
prediccién con una alta sensibilidad y reproducibilidad (Xie et al., 2015).

En cuanto al tratamiento de los pacientes con GBM, este se compone generalmente por una
reseccién méaxima segura del tumor, quimioterapia con temozolomida (TMZ), seguida de la ter-
apia adyuvante con TMZ, con o sin campos eléctricos para el tratamiento de tumores “Optune”
(TTField). La accién terapéutica de TMZ es provocar dafos en el ADN al desencadenar la via de
reparacién de errores de emparejamiento del ADN y la muerte de las células tumorales (Nguyen
et al., 2021). Sin embargo, algunas células tumorales pueden revertir el efecto del dano en el ADN
expresando y sobreexpresando la enzima reparadora de ADN MGMT. Esta proteina elimina la
alquilacién de la posiciéon O6 de la guanina, revirtiendo y neutralizando asi el efecto citotéxico de
TMZ (Esteller et al., 2000). Por lo mencionado anteriormente, el estado de metilacién del promotor
de MGMT es un biomarcador importante, con el cual se puede predecir, si el efecto farmacolégico
de TMZ en el tratamiento de GBM, y por consecuencia, tener una aproximacién prondstica.

2.2 Diagnéstico por neuroimagen del glioblastoma

Para el estudio del sistema nervioso central, la técnica imagenoldgica que entrega una gran in-
formacién, es la resonancia magnética (RM). La RM se caracteriza por la detallada visualizacion
de las estructuras anatomicas de la linea media cerebral, como son la hipdfisis, el hipotdlamo, la
glandula pineal y el tallo cerebral (Atlas, 2016). Ademads, es una prueba segura e indolora que
utiliza, un campo magnético y ondas de radiofrecuencia para obtener las imédgenes detalladas del
cerebro (Medelo Ballesteros et al., 2019).

La gufa NICE (National Institute for Health and Care Excellence) recomienda de manera
estandar las siguientes secuencias como protocolo de exploracién de glioma como prueba de di-
agnoéstico inicial para la sospecha de gliomas: T2, FLAIR, serie DWI y volumen T1 antes y después
del contraste (for Health & Care Excellence, 2018).

Las imagenes de RM en GBM presentan varias caracteristicas distintivas, entre ellas, se en-
cuentran la necrosis, el realce al medio de contraste, el efecto de masa, el tejido peritumoral y el
desplazamiento de la linea media. Estas caracteristicas resaltan la complejidad macroscépica del
glioblastoma. En general, se suele observar una tnica lesién con realce en la periferia. Sin em-
bargo, también pueden aparecer multiples dreas de realce dentro de una regién mas extensa de senal
anormal en la secuencia ponderada en T2 (glioblastoma multifocal). Ademads, pueden presentarse
regiones discretas de realce sin evidencia de conexién tumoral (glioblastoma multicéntrico) (Shukla
et al., 2017). En la figura 2.1, se puede ver una imagen de secuencia ponderada T1 posadminis-
traciéon de contraste basado en gadolinio, en el cual se puede observar realce periférico irregular
heterogéneo asociado con la masa del 16bulo frontal derecho con area central sin realce, que es signo
de necrosis (Shukla et al., 2017).

En un metanadlisis relacionado con GBM, se demostré que la reseccién total macroscopica se
asocié con una mejor supervivencia en comparacién con la reseccién subtotal (Brown et al., 2016).
Después de la reseccion segura méaxima, que se evalia en la resonancia magnética posoperatoria
inmediata, el tratamiento es la quimiorradiacién con TMZ (Stupp et al., 2009). La planificacién de
la radioterapia incluye el registro de la RM posoperatoria, principalmente las secuencias T1CE y
T2-FLAIR, con la simulacién de planificacién de la tomografia computada, lo que permite delimi-



Figura 2.1: Imagen axial potenciada en T1 (T1CE)

tar las anomalias T2-FLAIR y el realce residual, es por esto que la RM posoperatoria tiene como
objetivos definir los voliimenes objetivos y los 6rganos en riesgo.

En la figura 2.2, la imagen T1CE postoperatoria, presenta un leve realce residual, especialmente
a lo largo de los aspectos mediales del sitio quirurgico, lo cual podria indicar la presencia de un
tumor residual minimo. La mayor parte de la sefial hiperintensa en la regién parieto-occipital
derecha se atribuye a la presencia de hemoderivados postoperatorios (Shukla et al., 2017).

Immediate post operative, 24 hours

Figura 2.2: Imagen axial potenciada en T1CE, pre operatoria y post operatoria

2.3 Radiomica

La primera aparicién publicada del término radiémica fue en 2012 (Lambin et al., 2012). Radiémica
consiste en extraer informacién cuantitativa de alguna modalidad de imagen médica, con la in-
tencién de crear bases de datos para realizar andlisis (Avanzo et al., 2020; Kumar et al., 2012).
Una hipdtesis, es que la informacion que refleja la gendmica y los patrones proteémicos, se encuen-
tran y se pueden identificar por medio del analisis de imdgenes macroscépicas (Lambin et al., 2012),
por lo tanto, uno de los beneficios de un biomarcador de imagenes es su no invasividad.



El concepto de radiémica, que se ha aplicado mas ampliamente en el campo de la oncologia,
aunque puede ser aplicada a otro tipo de enfermedades, por ejemplo cardiovasculares, se basa en
la suposicion de que las iméagenes biomédicas contienen informacién de procesos especificos de la
enfermedad y que son accesibles mediante anélisis cuantitativos de imagenes (Neisius et al., 2019).
Aunque muchos de los conceptos de extraccién de caracteristicas de imagen han existido durante
décadas, la produccién de investigacién en el campo ha crecido exponencialmente, con méas de 1500
publicaciones en 2020 que contienen el término radiémica, como se representa en la figura 2.3
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Figura 2.3: Produccién de investigacion en radiémica

La radiémica permite la traduccién de imédgenes médicas en puntos de datos multidimension-
ales, por ejemplo, por medio del analisis de textura, que cuantifica objetivamente la textura de
las imagenes radioldgicas al explotar las relaciones entre pixeles. Estas métricas pueden usarse
para diagnosticar anomalias en imagenes radiolégicas que no pueden ser visto solo por los ojos de
los radiélogos (Mannil et al., 2018). Es importante resaltar, que la radiémica proporciona datos
adicionales a los existentes, y que no implica ninguna automatizacién de los procesos de diagnéstico.

Junto con la inteligencia artificial, estas caracteristicas sirven de biomarcador y pueden usarse
para construir modelos predictivos, que puedan proporcionar una evaluaciéon mas alld de lo que
es logrado mediante la evaluacion cualitativas de las imagenes. Cada vez hay més evidencia que
sugiere que estos enfoques se pueden utilizar para mejorar la caracterizacién tumoral no invasiva,
incluida la prediccion de ciertas caracteristicas moleculares del tumor, asociacién con la disemi-
nacién tumoral, mejor prediccién de la respuesta al tratamiento y pronéstico (Forghani et al., 2019).

El proceso de radiéomica se puede dividir en las siguientes etapas: Adquisicion y reconstruccién

de imagénes, segmentacién, extraccion de variables o caracteristicas, seleccién de variables, con-
struccién de un modelo, y finalmente la prediccién y prognosis.

2.4 Adquisicién y reconstruccién de imagenes.

Las modalidades de imagenes médicas que se puede utilizar en este proceso son variadas y pueden
obtenerse a partir de diferentes modalidades, pero principalmente son: la tomografia computada,
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v la resonancia nuclear magnética.

La adquisicién en la tomografia computada consiste en un tubo de rayos X que gira alrededor
del paciente y que emite un haz de radiacion, el cual lo atraviesa, que a continuacion emerge a
través del paciente, asi llegando a un detector el haz atenuado. La informacién recogida en los
detectores es analizada por un ordenador, que reconstruye la imagen para poder visualizarla en un
monitor. Cada uno de estos cortes tomograficos, son secciones pequenas del paciente, compuestos
de un numero determinado de elementos volumétricos. La imagen que se visualiza se encuentra
representada por pixels, en caso de una imagen bidimensional, y por voxels en caso de una imagen
tridimensional (Hernandez Muniz & Mitjavila Casanovas, 2006).

X-ray
/' Source

Motorized
Table

Figura 2.4: Proceso de adquisicién de imagen en tomografia computada (food and drug adminis-
tration)

Las diferentes densidades representaba en la imagen, tienen realacion con el grado de atenuacién
del haz al atravesar las estructuras. Para esta representacién se utilizan las unidades Hounsfield
(UH). A estas unidades se les asigna un valor arbitrario, siendo 0 la densidad del agua, la grasa
posee valores negativos (—70 o 90 UH) y los tejidos blandos valores positivos (+ 30, + 70 UH).
Existen dos valores extremos en la escala, la densidad de hueso (+ 500 UH) y del aire (-1.000 UH)
(Herndndez Muniz & Mitjavila Casanovas, 2006).

En la tomografia computada, la reconstruccién de la imagen puede llevarse a cabo por medio
de dos tipos de reconstrucciones: Retroproyeccion filtrada, y la reconstruccién iterativa. La retro-
proyeccién filtrada consiste en un algoritmo que retroproyecta las diferentes proyecciones a través
de un espacio de imagen, sumando las contribuciones de todas las proyecciones en cada punto del
espacio de la imagen. También se utilizan filtros que corrigen las distorsiones y mejora la calidad
de la imagen. Por otra parte, los métodos iterativos comienzan con una estimacion Los algoritmos
iterativos comienzan por proponer un objeto, que puede ser uno con distribucién homogénea de
atenuaciones. A continuacion, se calculan las proyecciones, correspondientes al objeto propuesto
y se comparan con las proyecciones originales medidas en el detector, este objeto propuesto se
actualiza, con base en la diferencia de las proyecciones, hasta converger a un valor éptimo. Los
métodos iterativos pueden ofrecer una calidad de imagen mejorada y una reduccién de ruido en
comparacién con FBP, especialmente en situaciones de baja dosis de radiacién (Ramirez Giraldo
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Figura 2.5: Densidades tomogrégicas segin sus Unidades Hounsfield (Saidman et al., 2022)

et al., 2008).

En el contexto de la resonancia magnética, el procedimiento consiste situar al paciente dentro
de un imén de gran tamano que genera un potente y uniforme campo magnético. Esto provoca
que los nicleos de numerosos atomos en el cuerpo, siendo el hidrégeno el mas 1util, se alineen con
dicho campo magnético conforme a su momento magnético. Posteriormente, se aplica una senal de
radiofrecuencia, instante en el que se induce la resonancia (Lévano Loayza et al., 2020).
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Figura 2.6: Paciente dentro de un equipo de resonancia magnética (nationalmaglab)

Durante la adquisicién de la imagen, los gradientes de campo magnético se utilizan para cod-
ificar espacialmente las sefiales emitidas por los ntcleos atémicos. Estos gradientes cambian la
frecuencia de resonancia de los nicleos en funcién de su ubicacion, lo que permite que las senales
de diferentes ubicaciones se distingan entre si. La secuencia en que estos gradientes se aplican y las
senales que se adquieren son conocidas como secuencias de pulsos, y estas se utilizan para generar
diferentes tipos de contraste en las imdgenes de resonancia magnética (Katti et al., 2011).

MRI Scanner Gradient Magnets

Transceiver

Patient

Figura 2.7: Disposicién de las gradientes en un equipo de resonancia magnética (Filos, 2008))

Seguidamente, los nicleos atémicos regresan a su estado de equilibrio mediante un proceso
conocido como relajacién, y al hacerlo, emiten energia que es captada por una bobina receptora.
Las senales recibidas estan en el dominio de la frecuencia y se almacenan en un espacio conocido
como espacio k, que es esencialmente un grafico de datos en dicho dominio de frecuencia. Una
vez que las senales son leidas, se aplica una transformacién matematica denominada transformada
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de Fourier, utilizada para convertir las senales del dominio de la frecuencia (espacio k) al dominio
espacial (Katti et al., 2011).

Figura 2.8: Representacién del espacio k y dominio espacial (imagen) (mriquestions)

La calidad y la resolucion de la imagen reconstruida pueden ser influenciadas por varios pardametros,
como la matriz de adquisicién, el campo de visién, y el grosor de corto. Ademaés, diversas técnicas
y algoritmos de reconstruccién pueden ser empleados para mejorar la calidad de la imagen o para
reducir el tiempo de adquisicién (Costa & Jerez, 2021).

Finalmente, la imagen se representa en tonalidades de grises en una matriz, por ejemplo, una
matriz de 256x256. Las intensidades de la imagen representan las diferentes densidades de los teji-
dos en el cuerpo y estan relacionadas con la cantidad de nicleos de hidrégeno y las propiedades de
relajacion en cada ubicacion, produciendo los diversos contrastes visualizados en la imagen, para
ser interpretadas posteriormente (Costa & Jerez, 2021).

2.4.1 Segmentacion de imagenes.

El primer paso luego de adquirir las imagenes, es demarcar la regién de interés (ROI), en el caso de
imégenes bidimensionales (2D), o limitar volumen de interés (VOI) en el caso de imédgenes tridimen-
sionales (3D). Los ROI/VOI definen la regién en la que se calculan las caracteristicas radiémicas
(van Timmeren et al., 2020).

Existen diversos métodos de segmentacion, entre los cuales se incluye la segmentacion manual
llevada a cabo por personal experto. No obstante, este enfoque presenta un desafio en términos
de variabilidad, ya que depende del operador y puede haber diferencias significativas entre cada
experto. Ademsds, se emplean métodos semiautomaticos y automaticos, donde los modelos de ma-
chine learning y deep learning desempenian un papel fundamental. Estos tltimos enfoques permiten
una segmentacion mas precisa y consistente, aunque es dependiente de la eficacia del algoritmo.

2.4.2 Extraccion de variables o caracteristicas.

La libreria o extensién pyradiomics (van Griethuysen et al., 2017) permite extraer las siguientes
clases de variables con sus respectivas subdivisiones de features: De primer orden estadistico, de
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forma y de textura.

Las estadisticas de primer orden (first order), se utilizan para describir la distribucién de los
pixels/voxels dentro de la segmentacién, siendo:

Sea X un conjunto de de N, incluidos en el ROI P((7)), es el histograma de primer orden con
N(g) niveles de intensidad discretos, donde N(g) es el niimero de contenedores distintos de cero.

. . . . . Py
p((i)) sea el histograma de primer orden normalizado e igual a NL;)

Energy.

La energia es una medida de la magnitud de los valores de véxel en una imagen. Un valor mayor
implica una mayor suma de los cuadrados de estos valores.

Np

energy = Z(X(z) +¢)? (2.1)

Donde ¢ es un valor opcional, que cambia las intensidades para evitar valores negativos en X.

Esto asegura que los voxeles con los valores de gris més bajos contribuyan menos a la energia, en
lugar de los véxeles con una intensidad de nivel de gris més cercana a 0.

Total Energy

Ny

Total Energy = Vyogel Z(X(z) +¢)? (2.2)
1=1

La energia total es el valor de Energy Feature escalado por el volumen del voxel en mm?.

Entropy
La entropia especifica la aleatoriedad en los valores de la imagen, midiendo la cantidad promedio

de informacion requerida para codificar los valores de la imagen.

Np

entropy = — Zp(z) log(X (i) + ¢)? (2.3)
i=1

€ es un nimero positivo pequefio (= 2.2 * 10716)
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Minimum
La intensidad minima del nivel de gris dentro del ROI.

minimum = min(X) (2.4)

10th percentile

El percentil 10 de X

90th percentile

El percentil 90 de X

Maximum

Es la intensidad méaxima del nivel de gris dentro del ROI.

mazximum = max(X) (2.5)

Mean

Es la intensidad promedio del nivel de gris dentro del ROI.

1
mean = N, Z X(1)) (2.6)
Median
La mediana de la intensidad del nivel de gris dentro del ROI.

Interquartile Range

interquantilerange = Py — Pog (2.7)

Siendo Pa5 y P75 son los percentiles 25 y 75 de la matriz de imagenes.
Range
Es el rango de valores de grises en el ROI

range = max(X) — min(X) (2.8)
Mean Absolute Deviation (MAD)

Mean Absolute Deviation, es la distancia media de todos los valores de intensidad desde el valor
medio de la matriz de imégenes.
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Nio-90
1

MAD = — Y |X(i) = X10-90 (2.9)
Poi=1

Robust Mean Absolute Deviation (rMAD)

La Robust Mean Absolute Deviation es la distancia media de todos los valores de intensidad
desde el valor medio calculado en el subconjunto de la matriz de imégenes con niveles de gris
intermedios, o igual al percentil 10 y 90.

1 N10-90 ~
rMAD = - Z | X10-90(i) — X10-90| (2.10)
—90 T

Root Mean Squared (RMS)

RMS es la raiz cuadrada de la media de todos los valores de intensidad al cuadrado.

RMS = | — Y (X(i) - ¢) (2.11)

Standard Deviation

La desviacién estandar mide la cantidad de variacién o dispersién del valor medio.

Np
RMS = ;fp Z;(X(i) et (2.12)

Skewness

Skewness mide la asimetria de la distribucion de valores sobre el valor medio. Dependiendo de
donde se alarga la cola y se concentra la masa de la distribucién, este valor puede ser positivo o
negativo

=T (X () - X)?

93 _ N
B R DX G) - X)?

Skewness = 3 (2.13)

Kurtosis

La kurtosis es una medida de la ”concentraciéon” de la distribucién de valores en el ROI de
la imagen. Una curtosis més alta implica que la masa de la distribucién se concentra hacia la(s)
cola(s) en lugar de hacia la media. Una curtosis méas baja implica lo contrario: que la masa de la
distribucién se concentra hacia un pico cerca del valor medio.
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17



Variance

La varianza es la media de las distancias al cuadrado de cada valor de intensidad desde el valor
medio. Esta es una medida de la dispersién de la distribucién sobre la media.

N,
1 .
variance = N Z(X(z) — X)? (2.15)
Pri=1
Uniformity

La uniformidad es una medida de la suma de los cuadrados de cada valor de intensidad. Esta es
una medida de la homogeneidad de la matriz de imagenes, donde una mayor uniformidad implica
una mayor homogeneidad o un menor rango de valores discretos de intensidad.

Ng
uni formity = Zp(z')2 (2.16)
i=1

Ademas, se pueden extraer caracteristicas del tipo de forma y de textura. Las caracteristica
de forma o morfolégicas (shape features), reflejan caracteristicas fisicas en términos de forma y
volumen, e incluyen descriptores bidimensionales o tridimensionales, por ejemplo como didmetro,
volumen, area superficial, relacién superficie-volumen, esfericidad, compacidad, convexidad, entre
otras que se resumen en el cuadro 4.1.

Junto a las caracteristicas de primer orden y las de forma, se pueden encontrar las caracteristicas
de segundo orden o relacionadas a la textura, las cuales entregan informacién sobre la interrelacién
entre vioxeles. Estas caracteristicas de textura que describen variaciones en escala de grises, esto
quiere decir, la distribucion de intensidad entre véxeles vecinos. Las caracteristicas de segundo
orden se extraen mediante la aplicaciéon de diferentes técnicas, como la matriz de co-ocurrencia de
nivel de gris (Gray Level Co-occurrence Matrix(GLCM)), siendo este el mas comun, o la matriz de
longitud de ejecucién de nivel de gris (Gray Level Run Length Matrix (GLLRM)), que corresponde
a la longitud de véxeles consecutivos que tienen la misma intensidad en una direccion preestablecida
en el ROIL. También encuentra el método de la matriz de diferencia de tono de gris del vecindario
(Neighbouring Gray Tone Difference Matrix(NGTDM)), que es una suma de las diferencias entre
todos los pixeles con tono de gris y el valor medio de su vecino circundante (Mayerhoefer et al.,
2020). Las caracteristicas que se pueden extraer de los métodos mencionados anteriormente, se
encuentran en el cuadro 2.1
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Table 2.1: Clase y features.

Clase

Features

First Order

Energy, Total Energy, Entropy, Minimum, 10th
percentile, 90th percentile, Maximum, Mean,
Median, Interquartile Range, Range, Mean Absolute
Deviation (MAD), Robust Mean Absolute
Deviation (rMAD), Root Mean Squared

(RMS), Standard Deviation, Skewness, Kurtosis,
Variance, Uniformity

Shape Features (3D)

Mesh Volume, Voxel Volume, Surface Area,

Surface Area to Volume ratio, Sphericity, Compactness
1, Compactness 2, Spherical Disproportion,

Maximum 3D diameter, Maximum 2D

diameter (Slice), Maximum 2D diameter (Column),
Maximum 2D diameter (Row), Major

Axis Length, Minor Axis Length, Least Axis

Length, Elongation, Flatness,

Shape Features (2D)

Mesh Surface, Pixel Surface, Perimeter, Perimeter
to Surface ratio, Sphericity, Spherical
Disproportion, Maximum 2D diameter, Major
Axis Length, Minor Axis Length, Elongation

Gray Level Co-occurrence Matrix (GLCM)
Features

Autocorrelation, Joint Average, Cluster Prominence,
Cluster Shade, Cluster Tendency, Contrast,
Correlation, Difference Average, Difference
Entropy, Difference Variance, Joint

Energy, Joint Entropy, Informational Measure

of Correlation (IMC) 1, Informational Measure

of Correlation (IMC) 2 Inverse Difference Moment
(IDM), Maximal Correlation Coefficient

(MCC), Inverse Difference Moment Normalized
(IDMN), Inverse Difference (ID), Inverse
Difference Normalized (IDN), Inverse Variance,
Maximum Probability, Sum Average, Sum
Entropy, Sum of Squares
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Clase

Features

Gray Level Co-occurrence Matrix (GLCM)
Features

Small Area Emphasis (SAE), Large Area
Emphasis (LAE), Gray Level Non-Uniformity
(GLN), Gray Level Non-Uniformity
Normalized (GLNN), Size-Zone
Non-Uniformity (SZN), Size-Zone
Non-Uniformity Normalized (SZNN), Zone
Percentage (ZP), Gray Level Variance (GLV),
Zone Variance (ZV), Zone Entropy (ZE),
Low Gray Level Zone Emphasis (LGLZE),
High Gray Level Zone Emphasis (HGLZE),
Small Area Low Gray Level Emphasis
(SALGLE), Small Area High Gray Level
Emphasis (SAHGLE), Large Area Low Gray
Level Emphasis (LALGLE), Large Area High
Gray Level Emphasis (LAHGLE)

Gray Level Run Length Matrix (GLRLM) Features

Short Run Emphasis (SRE), Long
Run Emphasis (LRE), Gray Level
Non-Uniformity (GLN), Gray Level
Non-Uniformity Normalized (GLNN),
Run Length

Non-Uniformity (RLN), Run Length
Non-Uniformity Normalized (RLNN),
Run Percentage (RP),

Gray Level Variance (GLV), Run
Variance (RV), Run Entropy (RE)

, Low Gray Level Run Emphasis
(LGLRE), High Gray Level Run
Emphasis (HGLRE), Short Run Low
Gray Level Emphasis (SRLGLE)

, Short Run High Gray Level
Emphasis (SRHGLE), Long Run
Low Gray, Level Emphasis (LRLGLE), Long
Run High Gray Level

Emphasis (LRHGLE)

Neighbouring Gray Tone Difference Matrix
(NGTDM) Features

Coarseness, Contrast, Busyness, Complexity,
Strength,

Gray Level Dependence Matrix (GLDM) Features

20

Small Dependence Emphasis (SDE), Large
Dependence Emphasis (LDE), Gray Level
Non-Uniformity (GLN), Dependence Non-
Uniformity (DN), Dependence Non-Uniformity
Normalized (DNN), Gray Level Variance
(GLV),

Dependence Variance (DV), Dependence
Entropy (DE), Low Gray Level Emphasis
(LGLE), High Gray Level Emphasis (HGLE),
Small Dependence Low Gray Level Emphasis
(SDLGLE), Small Dependence High Gray Level
Emphasis (SDHGLE), Large Dependence

Low Gray Level Emphasis (LDLGLE), Large
Dependence High Gray

Level Emphasis (LDHGLE)




2.5 Seleccidon de variables.

Aunque la radiémica extrae una amplia variedad de caracteristicas, es importante tener en cuenta
que algunas de estas caracteristicas pueden resultar redundantes para el objetivo deseado. Si todas
las caracteristicas radiémicas se incluyen en el modelo, existe el riesgo de sobreajuste, lo que puede
conducir a un modelo con una capacidad de generalizacién limitada (Lee et al., 2020).

Con la intencién de eliminar las caracteristicas redundantes y disminuir el sobreajuste, existen
técnicas de seleccion caracteristicas, que pueden ser clasificadas en tres métodos: métodos de filtro
(filter), envoltura (wrapper) e incrustacién (embedding)(Avanzo et al., 2020). Los métodos de
filtrado se basan en correlaciones estadisticas, como la prueba de chi-cuadrado, para determinar
qué caracteristicas son relevantes. Por otro lado, los métodos de envoltura utilizan algoritmos de
aprendizaje automatico, como el método de eliminacién de caracteristicas recursivas, para encontrar
la combinacién 6ptima de caracteristicas que maximice la precisién del modelo. Por ultimo, los
métodos de incrustacién se pueden implementar en conjunto con la seleccion de caracteristicas y la
creacién de modelos, como el operador de seleccién y contraccién minima absoluta (Least Absolute
Shrinkage and Selection Operator (LASSO))(Satake et al., 2022). En la seccién de metodologia, se
explicaran los métodos utilizados en este estudio.

2.6 Construccion de un modelo.

Una vez que se han aplicado los métodos de seleccién de caracteristicas, y se han obtenido las
caracteristicas informativas y no redundantes, el siguiente paso consiste en construir un modelo
para abordar el objetivo de la tarea. En el caso de un problema de clasificacion, se pueden utilizar
diversos modelos, como la regresion logistica, random forest, support vector machine (SVM) y redes
neuronales, entre otros (Satake et al., 2022). Estos modelos son ampliamente utilizados debido a su
capacidad para aprender patrones y relaciones en los datos, permitiendo asi realizar predicciones y
clasificaciones precisas.

2.7 Prediccién y prognosis.

El objetivo final de la radiémica es construir modelos predictivos para el resultado del tratamiento
y para la evaluacién del riesgo, basados en caracteristicas fenotipicas del tumor calculadas a partir
de imdgenes médicas (Larue et al., 2017).

2.8 Aprendizaje Automatico (Machine Learning)

Después de seleccionar las caracteristicas radidomicas, se aplicard un modelo con la intencién de pre-
decir una patologia, o cierto evento. La aplicacién de un modelo de machine learning es el enfoque
mas comun para la prediccion basada en radidmica, y a su vez, este subconjunto de la investigacion
de inteligencia artificial (IA) ha crecido rdpidamente, junto con una mayor disponibilidad de datos
(Avery et al., 2022).

Un célculo de machine learning es un algoritmo el cual puede aprender a partir de un conjunto

entregado, se dice que “un programa de computadora aprende de la experiencia E con respecto a
alguna clase de tareas T y medida de desempeno P, si su desempeno en las tareas en T, medido
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por P, mejora con la experiencia E” (Mitchell, 1997), 1997).

Un modelo de machine learning puede definirse como algoritmos que construyen clasificadores
basados en el analisis de datos de entrenamiento, pudiendo inferir en una hipétesis (o funcién) y
predecir las etiquetas de observaciones no vistas, en el caso de este estudio el resultado del paciente
o fenotipo del tumor (Avanzo et al., 2020).

Los modelos de machine learning se pueden dividir en 2 grandes tipos: Aprendizaje supervisado
y aprendizaje no supervisado. El aprendizaje supervisado es el enfoque maés frecuente en diferentes
areas de aplicaciéon de la IA, incluida la neurorradiologia (Wagner et al., 2021). El aprendizaje
supervisado se basa en conjuntos de datos etiquetados, la cual puede ser una clase, una puntuacién
continua o incluso una imagen completa, en cambio el aprendizaje no supervisado implica el re-
conocimiento de patrones sin la participacién de un atributo objetivo, es decir, todas las variables
utilizadas en el andlisis se utilizan como entradas y debido al enfoque, las técnicas son adecuadas
para las técnicas de agrupamiento y mineria de asociacién (Alloghani et al., 2020).

Para la evaluacion de los modelos de machine learning, se usan los indices o métricas de de-
sempeno, para caso de los modelos de clasificacién, se consideran la sensibilidad, la especificidad,
la precisién y el area bajo la curva caracteristica operativa del receptor (ROC-AUC). Cuando el
objetivo es la evaluacién de la capacidad de supervivencia, se utiliza cominmente el indice de con-
cordancia de Harrell para evaluar la capacidad de discriminacién del modelo. También se utilizan
las curvas de Kaplan-Meier, para estimar la probabilidad de supervivencia a partir de datos de
tiempo de vida, o se pueden utilizar para comparar la capacidad de supervivencia entre diferentes
grupos de riesgo (Satake et al., 2022).

La precisién de la prediccion de los modelos basados en radidémica se evaliia méds cominmente
por la ROC-AUC. Este enfoque incorpora predicciones verdaderas positivas, verdaderas negativas,
falsas positivas y falsas negativas realizadas por el modelo de radiémica. También es importante
considerar un analisis del rendimiento del modelo con una validacién independiente, por lo cual
el modelo basado en radiémica se aplica a conjuntos de datos en los que no se entrend. Esto es
fundamental para demostrar la generalizacién, la solidez y el potencial de un modelo para una
utilidad clinica mas amplia (Avery et al., 2022). A continuacién, se presentardn algunos de los
modelos de machine learning mas utilizados.

2.9 Logistic Regression

La regresion logistica no es una regresion, sino un algoritmo de aprendizaje de clasificacién. Este
nombre proviene de la estadistica, esto se debe a que la formulacién matematica de la regresién
logistica es similar a la de la regresién lineal (Burkov, 2019).

Las regresiones logisticas modelan una relacién entre la variable de respuesta categérica y las
covariables, en este caso se dice que existe una combinacion lineal de variables independientes con
probabilidades logaritmicas de la probabilidad de un evento. Las regresiones logisticas binarias
estiman la probabilidad de que una caracteristica de una variable binaria esté presente, dados los
valores de las covariables. Supongamos que Y es una variable de respuesta binaria donde Y; = 1
si la variable objetivo esta presente, y en caso contrario Y; = 0, siendo los datos (Y1, Ya,...,Y;,)
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independientes. Considerar p como probabilidad de éxito. Ademds, considere X = (x1,x9,...,Zy)
como un conjunto de variables explicativas que pueden ser discretas, continuas o una combinacién
de ambas discretas y continuas (Joshi & Dhakal, 2021). Segin lo anterior, se elabora una funcién
basada en el calculo de la probabilidad de que la variable de interés toma el valor del evento
anteriormente definido, de la manera siguiente (Alba Vega & Calle Jara, 2020):

O (2.17)
Z(z) = Bo + Pix + Pox... (2.18)

: _ g p@)
logit(p(x)) = ln(m) = Z(x) (2.19)

Donde,

x = Variable predictora

p(x) = Probabilidad de la variable de interés o variable predictora

Z(x) = Bo + Prx + P2x...: Son los coeficientes de las regresiones logisticas aplicadas

Ya que la nueva variable independiente que se desea estimar puede tomar cualquier valor, y no
esta sujeta a un rango de valores, se puede recurrir a los métodos de estimacién de los modelos de
regresion tradicionales para poder asi elaborar el modelo de regresion logistica. Tras realizar una
serie de transformaciones se puede deducir que (Alba Vega & Calle Jara, 2020):

1

P@) = T —GrEe (2.20)
e(ﬁl"‘ﬁlx)
P@) =T G (2.21)
p(r)  _ oPo+bre (2.22)
1—p(x)

Donde,
p(z)/(—p(x)): Son los odds (posibilidades) a favor del éxito

2.10 Random Forest

Un algoritmo de random forest es una combinacion de arboles predictores en el cual cada arbol
depende de los valores del vector aleatorio muestreado de manera independiente y con la misma
distribucién para todos los arboles (Breiman, 2001).

Cada arbol de este modelo se obtiene del siguiente proceso (Espinosa-Zuniga, 2020): se genera
un numero de arboles de decisién a partir del conjunto de datos entregado, cada uno de estos
arboles estd compuesto por un subconjunto aleatorio de variables n, de forma que n < N, donde N
es el nimero total de variables, luego cada arbol crece hasta su maxima extensién. Cada uno de
estos arboles por medio de bootstrap elige un grupo de observaciones aleatorias, y las observaciones
que no fueron incluidas se utilizan para la validaciéon del modelo. Finalmente, con todas las salidas
de los arboles se combinan en una salida Y.
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2.11 CatBoost

El algoritmo de Catboost es utilizado en problemas de clasificacién, es una implementacién del
gradient boosting, pero que hace uso de drboles de binarios como predictores (Prokhorenkova et
al., 2018). En este problema de clasificacién binario, el objetivo del aprendizaje es entrenar una
funciéon H : R™ — R que minimice la pérdida.

L(H):=EL(y, H(X)) (2.23)
Donde L(.,.) es una pérdida de funcién suavizada y (X, y) es una funcién de prueba de los datos

del entrenamiento D.

El procedimiento para el gradient boosting (Friedman, 2001) es construido iterativamente a una
secuencia de aproximaciones H! : mathbbR™ — R,t = 0,1,2... en un algoritmo voraz. Desde la
aproximacién previa H!~!, H' es obtenido en un proceso aditivo, como H* = H*~! + ag!, con un
tamafio de paso a y funcién g* : R” — R, el cual es un predictor base, y se selecciona a partir de
un conjunto de funciones G para minimizar la pérdida:

g' = argmingcL(H™" + g) (2.24)
= arg mingec L(y, HH(X) + g(X)) (2.25)

El problema de minimizacién se resuelve mediante el método de Newton, utilizando un segundo
orden de aproximacién de L(H'™! + g*) a H'=! (Ibrahim et al., 2020).

2.12 Gradient Boost

Suponiendo que tenemos M &arboles de decisiéon, la prediccién del conjunto de arboles se modela
con una funcién sigmoide (Burkov, 2019):

1
PRy =1l2,f) = 5 — (2.26)

donde f(z) =M | fu(x) ¥ fm es un arbol de decisién
El algoritmo de gradient boosting comienza con un modelo inicial f = fy = 1%, donde

N . . .
p= % > 1—; ¥i- Luego de cada iteracién m, se agrega un nuevo nuevo arbol fp, al modelo.

A continuacion se reemplaza y;, con la derivada parcial de g;, y se construye un nuevo arbol
fm- Entonces la actualizacién 6ptima de p,, es:

pm = argmax Ly, (2.27)

En la dltima iteracién m, se actualiza el modelo con f agregando f,:
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[ f+apmfm (2.28)

Esta iteracién se realiza hasta m = M, entonces se detiene y vuelve al modelo ensamblado f
(Burkov, 2019).

2.13 XGBoost

Xgboost es una variante de un modelo de gradient tree boosting propuesta por Tiangi Chen en
2016 (Chen & Guestrin, 2016). El modelo de xgboost esta dado por la siguiente ecuacion:

LY =3 "1y + fulmi) + QS (2.29)

Donde 1 es la funciéon de pérdida que mide la diferencia entre la prediccion Eyl) y el objetivo

yi y  es el término de regularizacién. También fi(x;) es un arbol que mejora el modelo actual
propuesto en t-1 pasos.

Las principales caracteristicas de este modelo es que es un ensamblado secuencial de arboles de
decisién. La idea principal es que se agreguen arboles secuencialmente para que, a partir de los
resultados, los arboles nuevos aprendan de los previos, para asi corregir el error y poder reducirlo
al minimo. La caracteristica que diferencia al modelo random forest es que al primero el usuario
puede indicar la cantidad de drboles mientras que en el caso del xgboost crecen hasta un punto
méaximo (Espinosa-Zuniga, 2020).

2.14 Support Vector Machine (SVM).

Este algoritmo consiste en modelos lineales para representar una frontera de decisién no lineal en
el espacio origen. A este modelo se le entregan un conjunto de datos, los cuales se entrenaran para
construir un clasificador binario no probabilistico. Esto se hace por medio de que a la muestra de
datos se le determinard un hiperplano para que sean ordenados (Nieto, 2016).

Los modelos de support vector machine requieren la solucién del siguiente problema de opti-
mizacién (Cortes & Vapnik, 1995; Giovanetti, 2021):

1
1o 2
Z%g?sz w+C Z € (2.30)
1=1
Sujeto a:
yi(w! @(x;) +b) =1 —€,6 >0 (2.31)

Con esto el modelo de SVM encuentra un hiperplano de separacion lineal con el margen
maximo. C>0 es el pardmetro de penalizacion del término del error. También, la expresién
K(zi,2;) = 6(x:)T (z;) es el kernel de la funcién. Existen los siguientes kernel mas comunes (Awad
& Khanna, 2015; Giovanetti, 2021)
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Lineal K (x;,27) = 2]z,

Polinomial K (x;,27) = (yal'z; + r)4,v >0
Funcién de base radial K (x;,27) = e(—lwi=a; %) >0
SigmoideK (z;, 27) = tanh(yalz; + r)

Los valores 7, d, y r son los parametros del kernel.

2.15 t-Distributed Stochastic Neighbor Embedding (t-SNE).

El método de t-Distributed Stochastic Neighbor Embedding (t-SNE), es un algoritmo de machine
learning no supervisado, que se utiliza para la exploracién y visualizacién de datos, proporcionando
la intuicién de cémo se organizan los datos en el espacio de alta dimensién (Maaten & Hinton,
2008).

Este algoritmo comienza aplicando Stochastic Neighbor Embedding (SNE) al conjunto de datos,
que convierte las distancias euclidianas de alta dimension en probabilidades condicionales que rep-
resentan similitudes para cada par de datos. La similitud de los datos X, con los datos X esta

representada por la probabilidad condicional P, ;, definida en la siguiente ecuacion (Anowar et al.,
2021):

exp_Hifg_iBa”Z

J— a

Pa‘b — *be*xaHQ (232)
a;ék 202

La ecuacién mide qué tan cerca estd un punto de datos X, de otro punto de datos Xj, en la
se considera una distribucién gaussiana alrededor de X}, con una varianza dada ¢? . Esta varianza
difiere para cada dato y se elige de manera que los datos en areas densas tengan una varianza menor
que los datos en areas dispersas. Posteriormente, en lugar de utilizar la distribucion gaussiana, se
utiliza una “distribucion t de Student” con un grado de libertad, similar a la distribucién de Cauchy,
para obtener el segundo conjunto de probabilidades (Qa‘b) en el espacio de baja dimensién. Si los
datos de alta dimensién X, y X; se asignan correctamente a los datos de baja dimension y, € yq,
entonces la similitud entre Py, y Qqpp se vuelve igual. Por lo tanto, t-SNE minimiza la diferencia
entre estas dos probabilidades desde los espacios de baja dimensién a los de alta dimensién. Esta
diferencia se mide optimizando la funcién de costo (¢) de la suma de la divergencia de Kullback-
Leibler como se muestra a continuacién (Maaten & Hinton, 2008):

P,
6=> > Fuplog '|I; (2.33)
a b a

2.16 Interpretabilidad y explicabilidad.

Las técnicas de ML interpretables y explicables surgen de la necesidad de disefiar sistemas de
aprendizaje automatico inteligibles, es decir, que puedan ser comprendidos, y poder explicar las
predicciones hechas por los modelos, tales como modelos de redes neuronales o de grandient boost-
ing (Marcinkevics & Vogt, 2020). Las primeras investigaciones sobre el aprendizaje automatico
interpretable se remontan a la década de 1990 (Rudin & Radin, 2019), sin mencionar que mu-
chos modelos estadisticos clasicos pueden considerarse interpretables. Por ejemplo existen algunos
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modelos explicables en su estructura como los arboles de decisién (Tran, 2020), modelos de re-
gresién lineal y logistica (Giovanetti, 2021). Es importante referirse a que hay una diferencia entre
los términos de interpretabilidad y explicabilidad, ya que se pueden tender a confundirse por su
relacion.

La interpretabilidad tiene relacién con explicar el significado de algo o cual es el significado
pretendido de algo, que tiene relacién con hacer una interpretacién. Ademds, como es una in-
terpretacion, podria estar influenciada por la experiencia previa, para lo cual, para tener una
interpretacion correcta es necesaria cierta cantidad de ensayos y errores con diferentes variaciones
en los procesos (Tran, 2020).

La explicabilidad tiene relacién con el grado en el que se puede explicar el comportamiento de
un modelo, considerando las diferentes partes de un modelo, como son el resultado y el proceso
que realiza (Giovanetti, 2021). Otra forma de entender esto es que se puede descubrir el significado
entre las atribuciones de datos de entrada y las salidas del modelo, lo que le permite explicar la
naturaleza y el comportamiento del modelo AI/ML (Amazon Web Services, 2021). En la figura
2.9, se puede observar la relacién que existe entre interpretabilidad y desempeiio de algunos modelos.
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Figura 2.9: Interpretabilidad vs desempeno (Amazon Web Services)

Herzog menciona que la explicabilidad puede ser un principio ético, porque cuando se toman
ciertas decisiones que pueden influir en una persona es necesaria que se entienda el modelo, o que
responda a la pregunta ;Cémo funciona?, por ejemplo, en la situacién de la medicina. También
sugiere que debe existir un equilibrio entre rendimiento y explicabilidad (Herzog, 2022).

La precisién de los modelos actuales de IA es notable, pero la precisién no es el inico aspecto de
suma importancia. Para dominios sensibles, también es importante una comprensién detallada del
modelo y los resultados. Los algoritmos subyacentes de ML y DL construyen modelos complejos
que son opacos para los humanos, el drea de salud se encuentra entre los mayores desafios para la
IA (Holzinger et al., 2019).
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Un ejemplo ilustrativo se presenta en la figura 2.10, donde se emplea el método LIME (Local
Interpretable Model-Agnostic Explanations) para predecir si una persona estd resfriada. Este en-
foque desglosa las variables, como los sintomas de estornudos o dolor de cabeza, como relevantes
para la gripe, mientras que la fatiga se considera menos relevante. A partir de esta explicacién,
un médico humano puede tomar una decisiéon informada sobre la precisién de la prediccion. Es
evidente que el médico, con su experiencia y conocimiento en el campo, estd mejor capacitado para
tomar esta decision y puede confiar méas plenamente en la prediccién (Tran, 2020).

En el articulo de Burkart y Huber, llamado “A Survey on the Explainability ofSupervised
Machine Learning” (Burkart & Huber, 2021), mencionan ocho razones para la explicabilidad:

e Confianza: La confianza juega un papel fundamental y es esencial en la implementacién
del modelo de prediccién, dado que es necesario comprender tanto las fortalezas como las
debilidades del mismo. Esta comprensién se convierte en un requisito previo para generar
confianza en los seres humanos y, en ultima instancia, para llevar a cabo la implementacién
exitosa del modelo

e Causalidad: La causalidad puede resultar deseable cuando se busca obtener un modelo in-
terpretable o un método de explicacién, que genere hipdtesis sobre relaciones causales entre
variables. Por lo tanto, es frecuentemente preferible que la técnica detecte relaciones causales
en lugar de simples asociaciones (Marcinkevics, 2020).

e Transferibilidad: El modelo de prediccién debe proporcionar una comprensién del compor-
tamiento futuro para respaldar la toma de decisiones, permitiendo asi poder utilizar el modelo
de prediccién con datos no vistos. Solo cuando la persona que tome la decision, sepa que el
modelo generaliza bien, o mejor dicho, qué contexto generaliza bien, el modelo de prediccién
podra guiar la toma de decisiones.

e Informatividad: Para que un sistema se implemente correctamente, es fundamental determi-
nar si realmente cumple con los propédsitos del mundo real para los cuales fue disenado, en
lugar de limitarse inicamente a los propésitos para los cuales fue entrenado

e Toma de decisiones justa y ética: Es fundamental en la sociedad tener acceso a los motivos
detras de una decision tomada. Es importante destacar que los responsables de la toma de
decisiones deben presentar los resultados de manera comprensible, de manera que se pueda
evaluar su conformidad con los estdndares éticos establecidos. Cualquier individuo afectado
por una decisién automatizada deberia recibir informaciéon clara y comprensible sobre la
misma.

e Responsabilidad: Uno de los objetivos al incorporar la explicabilidad en el proceso de toma
de decisiones es asegurar que un algoritmo sea responsable de sus acciones.

e Realizacion de ajustes: Comprender el modelo de prediccién y los factores subyacentes permite
a los expertos comparar el modelo de prediccién con el conocimiento existente. La explicabil-
idad se convierte en un requisito previo para la capacidad de ajustar el modelo de prediccion
al incorporar conocimientos adicionales. Ademas, desde una perspectiva algoritmica, la expli-
cabilidad brinda a los disenadores de sistemas la capacidad de realizar cambios en el modelo
de prediccién, como ajustar pardmetros. También resulta tutil para los desarrolladores, ya
que les permite identificar posibles modos de falla

28



e Funcionalidad de proxy: Cuando un sistema ofrece explicabilidad, se vuelve posible evaluarlo
en funcién de criterios adicionales que no son facilmente cuantificables, como la seguridad, la
no discriminacién, la privacidad, la solidez, la confiabilidad, la facilidad de uso, la equidad, la
verificacion y la causalidad. Por lo tanto, la explicabilidad puede servir como un proxy para
analizar y evaluar estos aspectos.

En el libro Interpretable Machine Learning (Molnar, 2020), que tiene enfoque en ser una guia
para la interpretabilidad de modelos que tienen “caja negra”, indica que existen 3 tipos de métodos
de interpretabilidad:

- Métodos globales: Métodos que describen el comportamiento global de los modelos como los
Partial Dependence Plot (PDP)

- Métodos locales: Métodos que describen o explican las predicciones individuales. En este
grupo se encuentran los shap values

- Métodos para Deep learning: Estos métodos estdn enfocados en visualizar las caracteristicas
y conceptos aprendidos por una red neuronal, explicando asi las predicciones individuales y que
simplifican la red neuronal.

sneeze

sneeze Explainer

i LIME
vomacne | | [oesdacner]
no fatigue no fatigue
age
Model Data and Prediction Explanation Human makes decision

Figura 2.10: Explicacién de prediccién individual

2.17 Explicabilidad por medio de shap values

Los shap values estan basados en los shapley values de la teoria de juegos, y especificamente en los
juegos cooperativos, en como los jugadores toman sus decisiones conformando alianzas o coaliciones
con el fin de obtener una recompensa, que luego serd repartida segun la proporcionalidad de las
contribuciones de cada jugador (Shapley, 2016). En la siguiente ecuacién (2.34), donde se muestra
la féormula del calculo de los shap values de cada variable o jugador:

(k—1Dl(n—k .
()= Y P ()]~ o~ ) (234)
n!
S:ieS
Donde,
- K = tamano de la coaliciéon
- N = cantidad de participantes
- V(s) = funcién caracteristica que incluye al jugador
- V(s — (i)) = funcién caracteristica que no incluye al jugar
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Para poder utilizar esto, existe una libreria llamada shap (SHapley Additive exPlanations)

SHAP

Output =0.4 Output =0.4
T
Age =65 —| +04 — Age =65
Sex=F — 0. =
Explanation — Sex=F
BP =180 —| k— BP =180
BMI =40 —s <— BMI =40
T
Base rate = 0.1 Base rate = 0.1

Figura 2.11: Shap values.
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Chapter 3

Estado del arte

Fabian Isensee y su equipo emplearon un modelo basado en U-net para la segmentacion de tumores
en el desafio del ano 2017. En este desafio, lograron obtener un puntaje DICE de 0,896 y 0,797 para
la segmentacién de todo el tumor y del niicleo tumoral, respectivamente. Ademads, demostraron un
buen desempeno en el conjunto de prueba, con un puntaje de 0,858 para la segmentacion de todo
el tumor y 0,775 para el nicleo tumoral (Isensee et al., 2018).

Una investigaciéon del ano 2017 explord diferentes arquitecturas basadas en redes convolu-
cionales para segmentar variables grados de glioblastomas en iméagenes de resonancia magnética,
proponiendo finalmente una variante propia de CNN (Convolutional Neural Network), con la in-
tencion de acelerar el proceso, que logré ser 30 veces mas rapida que las arquitecturas publicadas
hasta esa fecha para la base de datos BRATS 2013, y ademds, con una buena caracterizacién de
propiedades locales y globales (Havaei et al., 2017).

En el otro articulo utilizaron 2 modelos de deep learning, el CNN4 y el VGG-16 con 2 tipos
de entrenamiento cada uno. En este estudio concluyeron que las redes neuronales convolucionales
son una herramienta 1util para la identificacién de hemorragias intracraneales en imagenes de tomo-
grafia computarizada y se puede utilizar como un apoyo en el diagndstico de este tipo de patologias
(Castro et al., 2020).

Segin Numan Saeed en su estudio sobre prediccién de marcador MGMT en el cual utilizaron
modelos de CNN 2D, CNN 3D y vision Transformers, concluyeron que no existe conexién entre
las imagenes de resonancia magnética y la metilacién del tumor, por lo cual indican que la mejor
opcién para conocer esto sigue siendo la biopsia del tumor (Saeed et al., 2022).

Firas Baba fue el ganador del desafio del afio 2021 para la prediccién del marcador MGMT con
un ROC de 0,62173, en el cual aplicé un modelo ResNet, junto a un algoritmo de segmentacién
llamado MONAI (Molnar, 2020).

Han y Kamdar usaron una base de datos del The Cancer Imaging Archive junto a la de The
Cancer Genome Atlas, para la cual utilizaron una arquitectura de convolutional recurrent neural
network (CRNN) en la prediccién del marcador MGMT obteniendo un accuracy de 0,62, con pre-
cisién de 0,67 y un recall de 0,67 (Han & Kamdar, 2018)

En un estudio realizado por P. Franco, propusieron como objetivo analizar y extraer multiples
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patrones de correlacion de patrones hemodindmicos a partir de imagenes de resonancia magnética
en pacientes sanos y en pacientes con alteracién hemodindmica en valvula aortica bicispide con
dilatacién y sin dilatacion aortica, con el fin de encontrar posibles biomarcadores hemodinamicos
usando técnicas de machine learning (Franco et al., 2022).

Palsson para el desafio de prediccién de MGMT en el cual entrenaron un modelo de deep learn-
ing basado en la red U-net para segmentacién, a continuacion, obtuvieron los features por medio de
Radiomics para finalmente entrenar un modelo random forest logrando un AUC de 0.598 (Palsson
et al., 2022). Ademds, aplicarén una técnica de seleccién de variable, obteniendo los que se indican
en la figura 3.1:

Category Feature name Modality Region
Shape Maximum 3D Diameter - Enh-core
First order Interguartile Range T1-ce Core
First order Mean Absolute Deviation T1-ce Core
First order Mean T1-ce Core
First order Median Tl-ce Core
First order Median T1-ce Whole
First order Variance Tl-ce Core
First order 10Percentile FLAIR Core
GLRLM Graylevel non-uniformity normalized FLAIR Whole
GLRLM Graylevel variance FLAIR Whole
GLSZM Small area emphasis FLAIR Whole
GLSZM Small area high graylevel emphasis FLAIR Whole
GLSZM Small area low graylevel emphasis FLAIR Whole
NGTDM Busyness FLAIR Whole
GLSZM Small area high graylevel emphasis T2 Whole

Figura 3.1: Features seleccionados en el estudio de Palsson

En un estudio en el que se empled un modelo XGBoost para el entrenamiento, se fusionaron la
extraccién de variables mediante radiomics y la seleccién de caracteristicas basada en el F-score.
Los resultados de este estudio indicaron una mejora en el rendimiento del modelo. El conjunto de
datos utilizado en esta investigacién consté de 53 pacientes diagnosticados con glioblastomas y se
evalué la presencia del gen MGMT. Los valores de rendimiento obtenidos fueron notables, con una
precisién (accuracy) de 0.887 y un area bajo la curva (ROC) de 0.896. Ademds, se identificaron
y seleccionaron las siguientes caracteristicas como las més relevantes para el modelo (Le et al., 2020):

No. Feature Name Modality Matrix Type

1 HISTO_ET_T2_Biné T2 First Order Histogram

2 TEXTURE_GLRELM_ED_T2 GLV T2 GLRLM Texture

3 TEXTURE_GLSZM_NET_FLAIR_ZP FLAIR GLSZM Wavelet Texture
4 TEXTURE_GLSZM_NET_FLAIR_SZE FLAIR GLSZM Wavelet Texture
5 TEXTURE_GLSZM_NET_FLAIR_ZSN FLAIR GLSZM Wavelet Texture
[} TEXTURE_GLSZM_NET_T1_Z5N T1 GLSZM Wavelet Texture
7 TEXTURE_GLSZM_NET_T1_SZE T1 GLSZM Wavelet Texture
8 HISTO_ED_T2_Bin5 T2 First Order Histogram

9 TEXTURE_GLSZM_NET_T1_ZP Ti GLSZM Wavelet Texture

Figura 3.2: Features seleccionados en el estudio de Le
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Un desafio que se debe abordar en radidémica es la variabilidad asociada con el proceso de
adquisicién y reconstruccién de imagenes. Algunas de las fuentes de variacién a considerar in-
cluyen (Forghani et al., 2019):

e Distintos parametros de adquisicién utilizados.
e Variaciones entre fabricantes o tipos de modelos de equipos médicos.

e Diferencias en los métodos de reconstruccién de las imagenes.
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Chapter 4

Metodologia

La Figura 4.1 muestra un diagrama del flujo sobre el proceso de radidomica integrado con técnicas
de Aprendizaje Automatico.
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_
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imagénes

S —
—

Extraccion de . _—
variables Extraccién con pyradiomics

S —
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H

Construccién del Random forest, SVM, XGBoost,
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Gradient boost

1

Evaluacion del o
modelo Accuracy, precision, recall, F1-score, ROC-AUC
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—

Prediccién Variable a predecir, gjemplo
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Figura 4.1: Diagrama de flujo para radiémica
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4.1 Software

Para el procesamiento y analisis de la base de datos se utilizé el software Visual Studio Code,
con el lenguaje de programacion Python junto a la extensiéon de Jupyter Notebooks. También se
importaron las siguientes librerias o bibliotecas:

- Pandas: Es una biblioteca de Python , utilizada para la manipulaciéon y andlisis de datos
(McKinney, 2010). Proporciona estructuras de datos y herramientas para trabajar con datos tab-
ulares o heterogéneos de manera eficiente, 1til para andlisis cuantitativo. Algunas de las funciones
que permite realizar son: limpiar, filtrar, agrupar, y transformar datos, facilitando la preparacién
y exploracién de los mismos para su posterior andlisis o visualizacién.

- Numpy: Es una biblioteca de Python que proporciona soporte para arrays y matrices de gran
tamano y multidimensionales, junto con una colecciéon de funciones matematicas para operar con
estas estructuras de datos de manera eficiente (Harris et al., 2020). NumPy permite realizar opera-
ciones numéricas complejas y rapidas, aprovechando operaciones optimizadas a nivel de hardware.

- Sklearn: Scikit-learn, comtinmente referido como sklearn, es una biblioteca en Python que
ofrece una variedad de herramientas simples y eficientes para el andlisis predictivo de datos y la
construccién de modelos de machine learning (Pedregosa et al., 2011). Ofrece algoritmos de clasifi-
cacion, regresién, clustering y reduccién de dimensionalidad, asi como flujos de trabajo de modelado
con validacién cruzada y bisqueda de hiperparametros, facilitando la creacion y validacién de mod-
elos machine learning con pocas lineas de codigo.

- Matplotlib: Es una biblioteca de Python enfocada en la visualizacién de datos, que permite
la creacién de gréficos estaticos, interactivos y animados en 2D (Hunter, 2007). Es muy person-
alizable y capaz de crear practicamente cualquier grafico o diagrama. Desde graficos de barras y
lineas hasta diagramas de dispersion y histogramas, Matplotlib es una herramienta esencial para
la visualizacion de datos y el andlisis exploratorio de datos.

- Shap: La biblioteca SHAP (SHapley Additive exPlanations) es una herramienta en Python
que ofrece una manera de explicar los resultados de modelos de machine learning (Lundberg & Lee,
2017). Basada en la teoria de juegos y, en particular, en los valores de Shapley, SHAP asigna a cada
caracteristica un valor que indica su importancia en la predicciéon de un modelo. Esto es ttil para
interpretar modelos complejos y no lineales, como redes neuronales profundas o modelos ensambla-
dos, ya que permite a los usuarios y cientificos de datos entender cémo y por qué un modelo toma
una decisién particular, contribuyendo a la transparencia y confiabilidad de los modelos predictivos.

- Seaborn: Seaborn es una biblioteca de visualizaciéon de datos en Python que estd basada
en Matplotlib, que proporciona una interfaz de alto nivel para la creacién de graficos estadisticos
atractivos y detallados (Waskom, 2021). Algunos gréficos que se pueden crear son los diagramas
de dispersion, de lineas, histogramas, y mapas de calor, con una mayor facilidad de uso y estilos
por defecto mas estéticos que Matplotlib. Seaborn esta disenado para trabajar bien en un contexto
de analisis de datos, integrandose perfectamente con las estructuras de datos de Pandas.

- Scikit-image: Scikit-image, o skimage, es una biblioteca de procesamiento de imégenes para

Python que esta construida sobre NumPy y SciPy (Van der Walt et al., 2014). Proporciona una
coleccién de algoritmos y herramientas para diversas tareas de procesamiento de imégenes, como
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la manipulacién, mejora, segmentacién, deteccién de caracteristicas y mas. Esta libreria tiene
aplicaciones que involucran andlisis de iméagenes, permitiendo transformar imagenes para extraer
informacién, realizar mejoras visuales o preparar los datos para otros tipos de analisis o proce-
samiento de machine learning.

4.2 Conjunto de datos

Para este estudio, se emplearon dos conjuntos de datos de iméagenes preoperatorias de resonancia
magnética, provistos por el desafio BraTS (Brain Tumor Segmentation Challenge) 2021 (Radiolog-
ical Society of North America, 2021). Este evento es auspiciado conjuntamente por entidades del
campo de la radiologia y el procesamiento de imagenes médicas, como son la RSNA (Radiological
Society of North America), la ASNR (American Society of Neuroradiology) y el congreso MICCAI
(Medical Image Computing and Computer Assisted Intervention).

El primer conjunto de datos corresponde a la tarea 1 del desafio y estd orientado hacia la
evaluacién de técnicas avanzadas en la segmentacién de subregiones heterogéneas del glioblastoma
cerebral en imégenes de MRI. De este conjunto, se han utilizado las méscaras de segmentacién para
identificar distintas dreas tumorales, incluyendo la zona tumoral no contrastada, la zona tumoral
realzada y el edema periférico.

El segundo conjunto, asignado a la tarea 2 del desafio BraTS 2021, se enfoca en la evaluacién
de métodos de clasificacién para predecir el estado de metilacion del promotor MGMT, clave en la
respuesta al tratamiento por quimioterapia en glioblastomas.

Las secuencias de imagenes de resonancia magnética, son las siguientes:

e Fluid Attenuated Inversion Recovery (FLAIR)
e Tl-weighted pre-contrast (T1)
e Tl-weighted post-contrast (T1CE)

o T2-weighted (T2)

4.3 Analisis exploratorio

Se realizé histogramas con las medias de los valores de intensidad de los pixeles de cada secuencia,
como parte del andlisis de variabilidad de los contrastes de las imdgenes. También, una vez que
fueron extraidas las variables, se realizé un segundo analisis exploratorio por medio de andlisis de
componentes principales (PCA) y un modelo de t-SNE.

4.4 Armonizacién de imagenes

Se aplicé una armonizacion de las imagenes por medio de una coincidencia por histogramas, con el
fin de disminuir la variabilidad de contraste de las imagenes entre una misma secuencia. La imagen
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de referencia se escogié mediante el andlisis de los histogramas, seleccionando una de las imédgenes
que estuviera en el intervalo que presentara una mayor frecuencia.

La coincidencia de histograma o la especificacion de histograma, en el campo de procesamiento
de imégenes, es la transformacién de una imagen para que su histograma coincida con un his-
tograma especifico (Gonzalez & Woods, 2006).

Segun el sitio de scikit-image (Walt et al., 2014), la coincidencia de histograma se puede utilizar
como una normalizacién para el procesamiento de imagenes, especialmente en circunstancias en las
que las imagenes se han tomado de diferentes fuentes. En la figura 4.2 se presenta un ejemplo,
obtenido del sitio de scikit-image:

Source Reference Matched

Figura 4.2: Coincidencia de histograma

4.5 Extraccion de variables.

Se utiliz6 el software 3Dslicer (Fedorov et al., 2012), al cual se importaron las imagenes de cerebro
y sus respectivas mascaras de segmentacién tumoral, para asi extraer las variables correspondientes
a la zona del tumor que no capta contraste (net), la zona que si capta contraste (ed), la zona de
edema tumoral (ed), el tumor, y finalmente el tumor junto a la zona peritumoral, estas ultimas 2
se formaron en base a las primeras 3. Luego, se aplico la extensién pyradiomics, y se extrajeron
todos los conjuntos de caracteristicas cuantitativas disponibles.

4.6 Seleccién de variables.
A continuacién, se aplicaron las siguientes técnicas de seleccion de variables:

LASSO

El método LASSO (Least Absolute Shrinkage and Selection Operator) es un método de seleccién
de variables y contraccién de algunos parametros hacia 0. Siendo un B el vector de coeficientes, el

método LASSO lo estima mediante el problema de minimos cuadrados, como se muestra a contin-
uacién (Gonzalez, 2015):

min ;(yi — z18)? (4.1)
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Figura 4.3: Secuencia T1-ce, secuencia FLAIR, secuencia T1, secuencia T2 y secuencia T1CE con
las mascaras de zona del tumor que no capta contraste(verde), la zona que si capta contraste
(celeste), y la zona de edema tumoral (amarillo)

Sujeto a:

p
Mogl<t (4.2)
j=1

Otra forma minimizada es:

n P
min D (yi— 2B+ 18] (4.3)
=1

=1

Siendo t y A los parametros de regularizacién.
Fisher-score
Los métodos de filtro utilizan las propiedades estadisticas de las variables para poder seleccionar

las que entregan mayor informacion al modelo. Dentro de estos métodos se puede utilizar el Fisher-
score (F-score), segtn lo siguiente:

F() = | o (4.4

I =2 -2 '
(Uj )?— (Uj )

Donde u;“, u; es la media del j-ésimo atributo en la clase positiva y negativa. Y o, —o las

i
correspondientes desviaciones estandar(Maldonado, 2015). Luego se eligen las variables con mejor

valor de Fisher-score.

Recursive Feature elimination
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Este método se realiza en conjunto con la construccion del clasificador y es especifico de cada
técnica de seleccién (Maldonado et al., 2015). Consta de las siguientes partes, construccién del
modelo sobre el conjunto de variables, calculo de los valores de importancia de cada variables, y
eliminacion de los predictores menos importantes (Guyon et al., 2002).

Forward Selection

Este método consiste en que se comienza de un modelo inicial vacio al cual se agrega una
sola variable, y luego se van incluyendo las otras, una a una, en cada iteracion, segin el siguiente
algoritmo (Guerra, 2016):

- Se escoge como variable inicial (x1) la que tenga mejor correlacién con la variable respuesta
)

- A continuacién, se calcula un modelo de regresién lineal simple entre x1 e y, y las correlaciones
parciales entre (x2, ..., xn) e y, habiendo eliminado de la variable respuesta el efecto de la variable
x1

- Luego se introduce al modelo la variable con mayor correlacién con y, siendo un x2.

- Se vuelve a calcular un modelo con ambas variables y se observa el estadistico t para coeficiente
de x2, Bgorro2, si es significativo. Después se tienen 2 opciones, una opcién es que, si es significa-
tivo, se introduce una variable x que tenga mayor correlacion, en cambio si no es significativo, se
elimina la variable y el proceso termina. Se continua con esto hasta que no queden més variables,
o se obtenga un valor t no significativo.

Backward Selection

En el caso de backward selection, comienza con todas las variables explicativas, como se indica
a continuacién (Guerra, 2016):

- Comienza el modelo con todas las variables y se fija un valor del estadistico t para elegir las
variables

- Se calcula el modelo de regresién lineal y los estadistico t para cada coeficiente

- Se eliminan las variables que tenga menor valor que el fijado

- Se calcula el modelo con las n-1 variables y los estadisticos t para los coeficientes

- Se itera hasta no haya mas variables o el t no sea significativo
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4.7 Modelos y evaluacion de desempeno

Luego con las variables seleccionadas se utilizaron los siguientes modelos, con sus grillas de hiper-
parametros correspondientes, cada uno con 5 validaciones cruzadas:

Table 4.1: Modelos con grillas de hiperparametros

Modelo Grilla de hiperparametros
Logistic Regression penalty = [12, L1, ElasticNet, None], C = [0.1, 1, 10, 100]
solver = [Ibfgs, liblinear, newton-cg, newton-cholesky, sag, sagal
Gradient Boost learning rate = [0.01, 0.1, 0.5], n estimators = [50, 100, 500, 1000]
subsample = [0.1,0.5,0.9]
Random Forest n estimators = [100, 500, 1000,2000], max features = [None, log2, sqrt]

Support Vector Classifier C = [0.001, 0.1, 1, 10, 100, 1000], gamma = [0.0001, 0.01, 0.1, 1, 10
kernel = [rbf, linear, poly, sigmoid]

Xgboost learning rate = [0.001,0.1,0.3,0.9], n estimators = [50,250,500]
Catboost depth = [4,6,8,10],learning rate = [0.01,0.02,0.03,0.04]
iterations = [10,20,50,70,100]

Para evaluar el desempeno de los modelos se usan las métricas de desempenio o de rendimiento,
las cuales buscan facilitar y visualizar de mejor manera la elecciéon de un modelo. Estas métricas
estan basadas en la matriz de confusién (Awad & Khanna, 2015), la cual es una tabla que resume
los resultados obtenidos con un modelo de clasificacién prediciendo. Esta tabla resumen esta com-
puesta por un eje que representa la etiqueta que el modelo predijo, y otro eje con la etiqueta real,
como se muestra en la figura 4.4 (Burkov, 2019):
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Predicted

Confusion Matrix

Positive
Actual

Negative FP TN

» TP = Outcome is correctly identified as positive.
»TN = Outcome is correctly identified as negative.
»FP = Outcome is incorrectly identified as positive.
»FN = Outcome is incorrectly identified as negative

Figura 4.4: Matriz confusion obtenida del libro efficient learning machines
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Las métricas que se consideraran, se definen a continuacién:

- Accuracy o exactitud: es el nimero de ejemplos clasificados correctamente dividido por el
numero total de ejemplos .

TP+TN
TOTAL

- Recall o sensibilidad: es la relacién entre las predicciones positivas coreectas y el nimero total
de ejemplos positivos.

Accuracy = (4.5)

TP
Recall = m (46)

- Precision: la precision es la relacién entre las predicciones positivas correctas, y el ntmero
total de predicciones positivas.

TP
Precision = ———— 4.
recision = oo (4.7)

- Fl-score: es la media armoénica entre precision y recall.

2 x Precision * Recall
F1 = 4.8
seore Precision + Recall (4.8)

- Area bajo la curva ROC (AUC): La sigla ROC viene de la frase “caracteristicas operativa del
recepto” . Las curvas ROC utilizan una combinacién de la tasa de verdaderos positivos (TVP),
y una tasa de falsos positivos (TFP) para construir un gréafico que resume el rendimiento de la
clasificacién. Un modelo con un AUC mayor a 0.5, es mejor que un modelo aleatorio, y mientras
mas se acerque al valor 1, es un mejor modelo.

TP
TVP = ——F— 4.
v TP+ FN (49)
FpP
TFP = ——— 4.1
FP+TN (4.10)

4.8 Shap values para explicabilidad

Finalmente, se realizé un analisis de shap values para la explicabilidad del modelo, mediante la
libreria shap para obtener un grafico con las diez variables més influyentes, para as{ poder observar

que caracteristicas presentan una mayor influencia en la prediccién de la metilacion del promotor
de MGMT.
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Chapter 5

Resultados

5.1 Histogramas

Al observar los histogramas de las secuencias FLAIR, T1 y T1CE se aprecia una mayor variedad
en las intensidades de los pixeles, e incluso se pueden identificar 2 o 3 grupos, los cuales pueden
pertenecer a diferentes grupos de adquisicién, donde se utilizarén diferentes pardametros o equipos.
La secuencia T2, es la que presenta valores mas homogéneos.
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o 0
0 50 100 150 200 50 300 350 0 100 200 300 400 500 600
T2 T1CE
- 160 = =
o 140
a0 120
100
30
BO
20 B0
40
10
20
0 0
o 100 200 00 400 s00 600 700 0 200 400 600 800 1000

Figura 5.1: Histograma de intensidades de pixeles de cada secuencia

Lo anteriormente visto en el histograma, se ve ejemplificado en la figura 5.2, en la cual se puede
ver que dentro de una misma secuencia, tienen una escala de contraste diferente.
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Figura 5.2: Secuencia T1 con diferente contraste

5.2 Armonizaciéon por coincidencia de histogramas

Después de aplicar la técnica de armonizacién mediante la coincidencia de histogramas utilizando
una imagen de referencia, los histogramas de medias cambiaron en su distribucién, como se ve en
la figura 5.3:

FLAIR T1
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17.5 50
150
125

0.0

10

S00 750 1000 1250 1500 1750 2000 2250
T1CE

120

100

Figura 5.3: Histograma de intensidades de pixeles de cada secuencia

A continuacién en las figuras 5.3, 5.4, 5.5, 5.6 y 5.7, se presentan los conjuntos de imégenes
por secuencia, con los resultados de la armonizacién, pero desde el punto de vista de la imagen.
En el lado izquierdo se encuentran las imagenes originales, en el centro se muestra la imagen de
referencia y en el lado derecho se encuentran las imagenes resultantes:
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Figura 5.4: Secuencia FLAIR

Figura 5.5: Secuencia T1

45



Figura 5.6: Secuencia T2

Figura 5.7: Secuencia T1CE
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5.3 Base de datos generada con variables extraidas

Una vez extraidas las variables, se generd una base de datos con valores cuantitativos, la cual quedé
compuesta por 558 observaciones y 2141 variables, correspondiendo a 535 variables para cada se-
cuencia de imagen, y una variable vector (MGMT).

Table 5.1: Resumen de variables extraidas

Base de datos
Tipo Comentario Cantidad

Textura Todas las caracteristicas de niveles de grises 75

Primer orden Se consideran todos, a excepcién de la desviacién estandar 18
Shape Solo las de forma 3D 14

Features por segmentacién 107
Features por secuencia Cada secuencia tiene 5 segmentaciones 535
Total Considerando las 4 secuencias y 5 segmentaciones 2140

. MGMT

Figura 5.8: Grafico de porcentajes correspondientes a cada clase
Se excluyeron de la base de datos las siguientes cantidades de conjuntos:
- Diez conjuntos de imédgenes que carecian de sus correspondientes segmentaciones.

- Dieciocho conjuntos de imagenes que mostraban valores nulos en, al menos, una de sus vari-

ables extraidas.
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5.4 Analisis exploratorio con PCA y t-SNE

Al analizar los graficos generados con t-SNE, y al explorar la posibilidad de separar los datos en
tres componentes principales utilizando PCA, no se ha podido identificar una clara distincién entre

los dos grupos en ninguna de las secuencias.
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Second t-SNE
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5.5 Meétricas de los modelos

Las siguientes métricas corresponden a los modelos considerendo todas las variables extraidas.

Meétricas de desempeno

Modelo Clase | Accuracy | Precision | Recall | Fl-score | ROC-AUC
Logistic Regression (1) 0.55 8?2 8?2 822 0.59
Gradient boosting (1] 0.50 gié 8;12 8;1? 0.54
Random forest (1) 0.54 82; ggi 82;1 0.52
Support vector machine (1) 0.56 ggg 8?7)3 823 0.55
Catboost (1] 0.51 gig 823 823 0.51
XGBoo N R B R

Table 5.2: Métricas considerando todas las variables

El modelo con mejor rendimiento corresponde a Logistic Regression con técnica seleccién LASSO,
en el cual se obtuvieron las siguientes métricas:

Metricas de desempeno

Modelo Tecnica de seleccion Clase | accuracy | precision | recall | fl-score | roc-auc
_ . . 0 0.62 0.60 | 0.61
Logistic Regression | LASSO (153 variables) 1 0.61 0.60 061 | 0.60 0.67

Table 5.3: Métricas del modelo con variables reducidas con mejor rendimiento
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En los gréficos de las curvas ROC, se muestran los valores de desempeno de todos los modelos,
ya sea aquellos en los que se consideraron todas las variables o aquellos en los que se redujo la can-
tidad de variables. Se puede apreciar que en la mayoria de los modelos, la reduccién de variables
conduce a una mejora en el rendimiento.

Curva ROC de miltiples modelos
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Figura 5.13: Curva ROC de los modelos con todas las variables
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Figura 5.14: Curva ROC de los modelos con reduccién de variables
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5.6 Shap values

Las tres variables de mayor importancia fueron las siguientes: una variable de secuencia T1CE rela-
cionada a la textura, una variable de FLAIR relacionada al tipo de estadisticas de primer orden,
y una variable T1 del tipo de estadisticas de primer orden. De las diez variables mas destacadas,
predominan principalmente las caracteristicas relacionadas con la textura y estadisticas de primer
orden, lo que implica que las variables relacionadas con la forma no se encuentran dentro de las

diez mas relevantes.

También se puede observar que, de las diez variables, seis de ellas se derivan de segmentos mas
extensos, especificamente aquellos que abarcan la totalidad del tumor (la suma de los segmentos
que captan contraste y los segmentos que no captan contraste ), asi como los segmentos que incor-
poran tanto el tumor como el edema. Por ultimo, es relevante senalar que de las diez variables,
ocho de ellas tienen un efecto negativo en la prediccién cuando sus valores son altos, lo que indica
que ejercen una mayor influencia en la probabilidad de que no esté presente el biomarcador genético.

High

MaximumProbability segmento edema secuencia TICE

'

10Percentile segmento tumor y peritumor secuencia FLAIR
Kurtosis segmento tumor secuencia T1
SmallAreaHighGraylevelEmphasis segmento tumaor secuencia T1
Imcl segmento tumor secuencia Flair

SmallareaEmphasis segmento edema secuencia T1CE

Feature value

HighGrayLevelZoneEmphasis segmento edema secuencia FLAIR

f"‘-‘-i#’-fv*

SmallArealowGraylevelEmphasis segmento tumo y peritumor secuencia T2
Range segmento tumaor y peritumos secuendia T1

Maximum segmento segmento tumor con contraste secuencia T2

Low
0o 25

SHAP value (impact on model output)

Figura 5.15: Gréfico de shap values
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Chapter 6
Discusion

Al utilizar todas las variables extraidas en diferentes modelos, se observa un rendimiento insufi-
ciente. Esto hace que la aplicacion de técnicas de seleccion de caracteristicas, o “feature selection”,
sea esencial para mejorar la eficacia de estos modelos. Los resultados coinciden con el estudio de
Le (Le et al., 2020), que también indican una mejora en el desempeno al aplicar estas técnicas..

El modelo que mostré el mejor rendimiento fue logistic regression con la técnica de seleccién
LASSO, logrando un AUC de 0,67. Esto es ligeramente superior al estudio “Prediction of MGMT
Methylation Status of Glioblastoma using Radiomics and Latent Space Shape Features” (Pélsson
et al., 2022), que obtuvo un AUC de 0,598 usando un modelo de random forest y la técnica de
seleccion LASSO (15 variables seleccionadas). El incremento en el desempeno podria atribuirse a
la segmentacién manual de imagenes de las zonas tumorales por expertos, a diferencia del estudio
mencionado, que usé una segmentacion automatica, y también a que se utilizé una armonizacién de
imédgenes. Ademas, se obtuvo un mejor resultado que Firas Baba (Baba, n.d.), que fue el ganador
de la competencia en Kaggle con un roc-auc de 0,62173 usando un modelo ResNet, sin una aplicar
metodologia basada en radiémica.

En el estudio “XGBoost Improves Classification of MGMT Promoter Methylation Status in
IDH1 Wildtype Glioblastoma” (Le et al., 2020), donde se utilizé una base de datos de 53 pacientes,
se obtuvo un desempeno de ROC-AUC de 0.896 con un modelo XGBoost y seleccién de variables
mediante F-score (9 variables seleccionadas). No se menciona el uso de preprocesamiento en este
caso.

Comparado con el estudio “Radiomics signature: A potential biomarker for the prediction
of MGMT promoter methylation in glioblastoma”, nuestro modelo obtuvo un rendimiento menor,
donde alcanzaron un accuracy 85,59% con un modelo de support vector machine y seleccién LASSO,
sobre una base de datos propia de ellos, que estaba compuesta por 98 conjuntos de imagenes de
pacientes (Xie et al., 2015).

Es importante considerar que los movimientos, artefactos y protocolos de adquisicion de imagenes,
que pueden variar segin los pardmetros de adquisicién o la marca y modelo del equipo, generan
diferencias en el contraste y la resolucién. Esto puede llevar a problemas en la extraccion de car-
acteristicas y su andlisis posterior, ya que la variabilidad puede afectar el rendimiento del modelo.
Un ejemplo de variabilidad en las imagenes, es el que se presenta en la figura 6.1
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Figura 6.1: Imagen con movimiento

Para abordar los problemas mencionados anteriormente, existen estudios que proponen her-
ramientas especificas para el preprocesamiento de datos. En el caso de esta investigacion, se empled
una algoritimo simple de procesamiento de imagenes como fue la armonizaciéon por histograma, lo
cual mejora levemente el desempeno, en comparacién a cuando no se utiliza esta técnica. Existe
también un método llamado ComBat disefiado para mitigar la variabilidad de ciertos parametros,
como el grosor de corte (Orlhac et al., 2022). Sin embargo, una de las limitaciones de este método
es que requiere el conocimiento de los pardmetros de adquisicién de la imagen para que funcione
con eficacia.

Otra estrategia a considerar para futuras investigaciones, es explorar valores adicionales de
hiperparametros que pudiesen mejorar el rendimiento de los modelos. También considerar armo-
nizaciones de imagenes por algiin medio diferente al de armonizacion por histograma con imagen
de referencia.

Por lo observado en las técnicas de PCA y t-SNE, se demuestra que el objetivo del estudio, es
un problema complejo, ya que no se logra identificar de manera simple alguna separacién notoria
entre los grupos, lo cual explicaria los valores bajos en las métricas de desempeno. Para lograr una
mejor separacion de grupos y mejorar el desempeno, podria ser beneficioso explorar otra variable
objetivo, como un gen diferente que esté igualmente relacionado con la sensibilidad a la quimioter-
apia u otros tipos de tratamiento.

En cuanto a la base de datos de imagenes utilizada, una de las desventajas principales es el
desconocimiento de los parametros de adquisiciéon. En futuros estudios, seria beneficioso adquirir
las imagenes en un centro hospitalario local para tener acceso directo a estos datos. Ademas, se
podria enriquecer el andlisis incorporando factores clinicos de los pacientes, como la edad, género
o signos radiolégicos. Un estudio de Pszczolkowski (Pszczolkowski et al., 2021), enfocado en la
expansién de hematomas cerebrales mediante imagenes de tomografia computada, concluyé que la
combinacién de caracteristicas basadas en radiémica con factores clinicos mejora significativamente
el desemperto.

Finalmente, serfa 1til explorar otras técnicas de selecciéon de caracteristicas, métodos de pre-

procesamiento, algoritmos de armonizacion y estrategias para explicar los resultados, lo que podria
ofrecer una mayor comprensién y optimizacién del proceso.
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Chapter 7

Conclusion

FEn este estudio, se logré desarrollar una metodologia de radidémica para poder identificar y evaluar
biomarcadores de tumores cerebrales en resonancia magnética. Entre las técnicas utilizadas, la
seleccién de variables LASSO, combinada con un modelo de Logistic Regression, resulté ser la més
efectiva.

A través de la aplicacion de técnicas de mineria de datos se logré extraer y reducir la canti-
dad de variables de las imagenes, obteniendo un rendimiento en los modelos en la prediccion de
la clasificacién comparable al estado del arte, en los casos que se utilizé la misma base de datos.
Sin embargo, es importante reconocer que estos resultados podrian mejorarse mediante un ajuste
diferente de hiperparametros, y la exploracion de diferentes técnicas de seleccion de variables y
preprocesamiento de datos

El anélisis de shap values revelé que las tres variables de mayor importancia fueron una vari-
able de secuencia T1CE relacionada a la textura, una variable de FLAIR del tipo de estadisticas
de primer orden, y una variable T1 del tipo de estadisticas de primer orden de igual manera. Esta
informacién no sélo es relevante desde una perspectiva técnica, sino que también subraya la impor-
tancia de llevar a cabo un analisis de explicabilidad para obtener una comprensién mas profunda e
interpretaciéon mas precisa de los modelos de aprendizaje automatico.

Para futuras investigaciones, seria recomendable considerar la creacién de una base de datos
propia o local, pues esto permitiria acceder a informacién mas detallada sobre la adquisicion y
condiciones de los pacientes. Como se senalé anteriormente en la discusién, los estudios que em-
plearon bases de datos propias tendian a obtener resultados con mejor desempeno. Esta estrategia
podria, por tanto, representar una via para estudiar de mejor manera el problema, para identificar
si existe una mejora en el desempeno en la deteccién y evaluacién de biomarcadores de tumores
cerebrales, ya que se dispondria de informacién més detallada y completa.
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